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Abstract 

 Plant species and communities have specific properties, which can be analysed 

using hyperspectral remote sensing. Large number of narrow, contiguous, spectral bands at 

high spatial and spectral resolution allows to identify and analyse vegetation communities. 

The aim of the study was to classify subalpine and alpine vegetation communities based on 

APEX hyperspectral images using Support Vector Machines (SVM). The study area covers 

the subalpine and alpine vegetation zone of the Giant Mountains in Poland and Czechia. 

The APEX data characterized by 288 bands in the wavelength range 380.5-2500 nm and 

the spatial resoultion of 3.12 m were acquired on 10
th
 September 2012 by the DLR 

Braunschweig (Germany) in the framework of the HyMountEcos (EUFAR) project. APEX 

data were calibrated radiometrically and corrected geometrically and atmospherically at 

VITO (Belgium) facilities. After that the dimensionality reduction using three different 

methods, involving Principal Component Analysis and Minimum Noise Fraction methods 

and spectral band selection approach, was performed. As reference the vector map of non-

forest vegetation distribution at the 1:10 000 scale elaborated by WojtuŒ and ŧoğnierz 

(2002) and field mapping were used. Based on reference vegetation map, 12-cm resolution 

orthophotomap and terrain validation performed in 2013 and 2014 using the GPS Trimble 

GeoXT receiver training and validation patterns were collected. Support Vector Machines 

were optimised on test areas near Szrenica and Mağy Staw using different kernel functions, 

parameters, training/validation sample sets and different number of classes. Finally, 

classification was performed on whole area of Giant Mountains above 1200 m a.s.l., 

covering APEX flightline. As a result, post classification maps of 24 classes of subalpine 

and alpine vegetation were obtained. Validation samples allowed to assess the total, user, 

producer accuracies, kappa coefficient and error matrix. Overall accuracy for whole Giant 

Mountain area was 85.5%, kappa was 0.84, also accuracies for each class of vegetation 

communities were high ï 17/24 classes were classified of more than 80% of producer 

accuracy. The highest accuracies achieved large, homogeneous classes (Carici (rigidae)-

Festucetum airoidis, Carici (rigidae)-Nardetum, Calamagrostion, Molinia caerulea), the 

lowest ï classes represented by smaller training sample sets, less homogeneous and 

difficult to identify because of the small areas, usually shaded (Adenostyletum alliariae, 

Salicetum lapponum). The results show that Imaging Spectroscopy and used methods are 

useful for the classification of the dominant plant communities of mountain areas. 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Pracň tň dedykujň dw·m osobom, kt·rych (juŨ lub jeszcze) nie ma na tym Ŝwiecie:  

mojej Babci, kt·ra odeszğa na poczŃtku tej przygody,  

oraz mojemu Synkowi, kt·ry do mnie doğŃczy po jej zakoŒczeniu. 
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Wstňp 

 Ekosystemy g·rskie sŃ waŨnym wskaŦnikiem zmian klimatycznych (Kºrner 1995). 

RoŜlinnoŜĺ g·rska zmienia siň na niewielkich odlegğoŜciach od las·w liŜciastych przez 

bory szpilkowe, zaroŜla kosodrzewiny, zbiorowiska murawowe do zbiorowisk  

o strukturze kňpkowej ze znacznym udziağem mszak·w i porost·w (Kozğowska 2008).  

O wystňpowaniu i rozmieszczeniu g·rskich zbiorowisk roŜlinnych decyduje wzniesienie 

nad poziom morza, ekspozycja, spadki terenu, podğoŨe, a takŨe stopieŒ rozwoju  

i wilgotnoŜĺ gleb, dğugoŜĺ sezonu wegetacyjnego czy zaleganie pokrywy ŜnieŨnej 

(ŧoğnierz, WojtuŒ 2013, PiňkoŜ-Mirkowa, Mirek 1996). W ciepğych okresach granice 

piňter roŜlinnych przesuwajŃ siň ku wyŨej poğoŨonym obszarom, powodujŃc  

ekspansjň roŜlin pionierskich z piňter niŨszych, natomiast dğugie, mroŦne zimy  

powodujŃ wymarzanie najwyŨej zlokalizowanych pğat·w, co prowadzi do obniŨania  

siň danego piňtra roŜlinnoŜci (Sobik i in. 2013). 

 Kartowanie roŜlinnoŜci odbywa siň najczňŜciej metodŃ Brauna-Blanqueta (1965) 

oraz na podstawie fotointerpretacji wielkoskalowych zdjňĺ lotniczych. Metody te  

sŃ czasochğonne, wymagajŃ nakğad·w Ŝrodk·w oraz pracy. Tradycyjne badania  

i monitoring roŜlinnoŜci wysokog·rskiej sŃ utrudnione z powodu sğabej dostňpnoŜci terenu, 

a takŨe kr·tkiego okresu wegetacyjnego (Urban 2015).  

Teledetekcja (remote sensing)
1
, a w szczeg·lnoŜci teledetekcja hiperspektralna 

(Imaging Spectroscopy)
2
, dostarcza odpowiednich danych oraz narzňdzi, kt·re  

z powodzeniem sŃ stosowane w analizach Ŝrodowiskowych, do monitoringu m.in. pokrycia 

terenu (Pal, Mather 2004, Petropoulos i in. 2012), typ·w i stanu upraw rolniczych (Galv«o 

i in. 2016, Olesiuk, Zagajewski 2008), muraw naturalnych (Mºckel i in. 2014, Psomas i in. 

2011) czy las·w (Ghosh i in. 2014, Raczko i in. 2014). Za pomocŃ lotniczych  

i satelitarnych sensor·w moŨna rejestrowaĺ widmo elektromagnetyczne w zakresie 400-

2500 nm (zakres widzialny, podczerwieŒ bliska oraz Ŝrodkowa), 8-15 Õm (podczerwieŒ 

termalna) oraz 30-300 mm (zakres mikrofal, Richards, Jia 2005). Fale elektromagnetyczne 

interferujŃ z molekuğami w spos·b selektywny tworzŃc unikatowe charakterystyki 

spektralne analizowanych obiekt·w. W przypadku roŜlinnoŜci odzwierciedlajŃ one stan 

fizjologiczny oraz budowň anatomicznŃ i morfologicznŃ poszczeg·lnych gatunk·w,  

np. barwniki fotosyntetycznie czynne, struktury kom·rkowe, zawartoŜĺ wody, nutrient·w, 

lignin, celulozy w roŜlinach (Jensen 1983). W przypadku zğoŨonych obiekt·w, kt·rych 

                                                 
1
 teledetekcja jest naukŃ o pozyskiwaniu informacji o obiektach z pomiar·w wykonanych z dala od obiekt·w, 

pozostajŃc bez kontaktu z nimi (Davis i in. 1978). 
2
 pozyskiwanie informacji w setkach kanağ·w spektralnie ciŃgğych (Goetz i in. 1985), por. rozdziağ 1. 
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wielkoŜĺ jest mniejsza niŨ pojedynczy piksel, odbite promieniowanie tworzy miksele
3
, 

kt·re znaczŃco utrudniajŃ interpretacjň obrazu, gdyŨ piksel reprezentuje r·Ũne obiekty.  

W takich sytuacjach na obrazach hiperspektralnych stosuje siň metody podpikselowe, kt·re 

pozwalajŃ oceniĺ zawartoŜĺ materiağ·w skğadajŃcych siň na dany piksel ï np. metoda 

spektralnego rozmieszania pikseli (Spectral Unmixing, Keshava, Mustard 2002). Dziňki 

mnogoŜci kanağ·w spektralnych zarejestrowanych w wielu wŃskich zakresach 

promieniowania elektromagnetycznego, obrazy hiperspektralne przyczyniajŃ siň do 

wsparcia tradycyjnego kartowania roŜlinnoŜci poprzez p·ğautomatyczne metody 

klasyfikacji poszczeg·lnych gatunk·w, czy zbiorowisk roŜlinnych (Zhang, Xie 2013). 

Wykorzystanie do tego celu danych wielospektralnych, charakteryzujŃcych siň szerokoŜciŃ 

kanağ·w spektralnych od 80 do 200 nm (Goetz i in. 1985) staje siň pewnym 

ograniczeniem, gdyŨ cenne informacje dotyczŃce wartoŜci wsp·ğczynnika odbicia 

spektralnego sŃ tracone, ze wzglňdu na ich uŜrednienie (Kumar i in. 2001).  

 Gğ·wne problemy badawcze w klasyfikacji obraz·w hiperspektralnych polegajŃ na 

optymalnym przetworzeniu obraz·w, doborze statystycznie reprezentowalnych wzorc·w 

terenowych oraz optymalizacji metod i parametr·w klasyfikacji obrazu. Przed 

przystŃpieniem do analiz obrazu lotniczego naleŨy przeprowadziĺ szereg procedur 

korekcyjnych (preprocessing) eliminujŃcych wpğyw atmosfery (Schlaepfer i in. 2008, 

Sterckx i in. 2016) oraz znieksztağcenia geometryczne wynikajŃce z ruchu samolotu 

podczas rejestracji (Schlaepfer, Richter 2002, Vreys i in. 2016). W kolejnym etapie pracy 

niezbňdne jest pozyskanie wzorc·w przestrzennych i spektralnych analizowanych 

obiekt·w, np. badania terenowe podczas wykonywania zobrazowania. Na podstawie 

zgromadzonych wzorc·w w postaci pikseli treningowych i weryfikacyjnych 

przeprowadzana jest klasyfikacja obrazu. W przypadku nadzorowanych metod 

parametrycznych, dla kt·rych Ŝrednia i odchylenie standardowe w obrňbie poligon·w sŃ 

podstawŃ klasyfikacji , zakğada siň, Ũe wartoŜci te odpowiadajŃ rozkğadowi normalnemu 

(Jakomulska 1998, Richards, Jia 2005). Wprowadza to pewne ograniczenia, gdyŨ metody 

te sprawdzajŃ siň w przypadku klasyfikacji jednorodnych spektralnie klas, co nie jest 

gwarantowane przez dane hiperspektralne (Zhang, Xie 20013). Klasy o bardziej zğoŨonej 

charakterystyce spektralnej r·ŨniŃ siň od rozkğadu normalnego, gdyŨ wzorce mogŃ 

zawieraĺ sygnatury spektralne odpowiadajŃce innym klasom (np. pojedyncze kamienie), 

doprowadzajŃc do bğňd·w (Olesiuk, Zagajewski 2008). Wielu badaczy do ekstrakcji 

obiekt·w z obraz·w hiperspektralnych uŨywa metod bazujŃcych na pikselach czystych 

                                                 
3
 mieszane piksele, czyli piksele zawierajŃce odpowiedŦ spektralnŃ wielu obiekt·w zobrazowanych przez 

dany piksel. 
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spektralnie, za pomocŃ kt·rych klasyfikowano m.in. minerağy (Kruse i in. 2003, van der 

Meer 2006), obszary zurbanizowane (Hegde i in. 2014) czy gatunki roŜlin (Dehaan i in. 

2007, Zomer i in. 2009). W przypadku zbiorowisk roŜlinnych, na kt·re skğadajŃ siň grupy 

pojedynczych gatunk·w, wymagağoby to pozyskania charakterystyk spektralnych dla 

kaŨdego z nich i wğaŜciwego statystycznie rozmieszaniu wpğywu poszczeg·lnych cech 

spektralnych. Kğ·ci siň to z zağoŨeniami metod, kt·rych algorytmy bazujŃ na idei istnienia 

tylko jednej charakterystyki spektralnej reprezentujŃcej danŃ klasň spektralnŃ 

analizowanego piksela obrazu (Zhang, Xie 20013). R·wnolegğŃ metodŃ klasyfikacji jest 

klasyfikacja obiektowa (object-based classification, OBIA, Blaschke, Strobl 2001). 

PodejŜcie to jest przydatne w przypadku obraz·w wysokorozdzielczych przestrzennie (nie 

wymaga siň duŨej rozdzielczoŜci spektralnej obrazu), naleŨy jednak przeprowadziĺ 

prawidğowŃ segmentacjň obrazu. Jest to skomplikowane i czňsto wymaga bardziej 

indywidualnego podejŜcia, co z punktu widzenia automatyzacji pracy, szczeg·lnie 

poŨŃdanej w przypadku badaŒ monitoringowych, staje siň pewnym ograniczeniem. MajŃc 

do dyspozycji dane wysokorozdzielcze zar·wno przestrzennie, jak i spektralnie oraz 

radiometrycznie, do szczeg·ğowych klasyfikacji roŜlinnoŜci z powodzeniem 

wykorzystywane sŃ metody nieparametryczne, takie jak sztuczne sieci neuronowe (Wang  

i in. 2006, Zagajewski 2010) czy metody uczenia maszynowego (Camps-Valls i in. 2004, 

Chan i in. 2012), kt·re pozwalajŃ na osiŃganie wysokich dokğadnoŜci. 

 W niniejszej pracy postawione zostağy trzy cele: 

Å poznawczy, majŃcy za zadanie opracowanie i przetestowanie algorytmu 

klasyfikacji wysokorozdzielczych hiperspektralnych danych APEX do klasyfikacji 

roŜlinnoŜci,  

Å aplikacyjny, kt·rego efektem jest opracowanie mapy rozkğadu dominujŃcych 

zbiorowisk roŜlinnych piňtra subalpejskiego i alpejskiego Karkonoszy, 

Å metodyczny, pozwalajŃcy na okreŜlenie przydatnoŜci lotniczych zobrazowaŒ 

hiperspektralnych i metody maszyn wektor·w noŜnych (Support Vector Machines 

ï SVM) do klasyfikacji roŜlinnoŜci subalpejskiej i alpejskiej Karkonoszy. 

 Realizacja cel·w pracy moŨliwa jest dziňki zastosowaniu licznych procedur 

zwiŃzanych z przetwarzaniem i klasyfikacjŃ obrazu, a takŨe analiz poklasyfikacyjnych. Do 

problem·w badawczych pracy naleŨy identyfikacja dominujŃcych zbiorowisk roŜlinnych 

na terenie polskich oraz czeskich Karkonoszy (dokonana poprzez wyb·r 

reprezentatywnych powierzchni badawczych, moŨliwych do zidentyfikowania na obrazie) 

oraz optymalizacja procedur przetwarzania obrazu hiperspektralnego APEX. Jako dane 
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referencyjne do klasyfikacji wykorzystano mapň roŜlinnoŜci nieleŜnej (WojtuŒ, ŧoğnierz 

2002) oraz badania terenowe z trzech kampanii pomiarowych (wrzesieŒ 2012, sierpieŒ 

2013 i 2014), podczas kt·rych kartowane byğy dominujŃce pğaty poszczeg·lnych 

zbiorowisk roŜlinnych z dokğadnoŜciŃ do okoğo 60-80 cm za pomocŃ odbiornika GPS 

Trimble GeoXT. Z wyborem powierzchni badawczych zwiŃzany jest bezpoŜrednio spos·b 

utworzenia wzorc·w do klasyfikacji oraz weryfikacji uzyskanych wynik·w. Klasyfikatory 

nadzorowane sŃ wraŨliwe na zastosowane dane treningowe, a dokğadnoŜĺ klasyfikacji 

moŨe zmieniaĺ siň w zaleŨnoŜci od zastosowanego zestawu danych (Ghosh i in. 2014). 

WaŨny jest wiňc spos·b ich przygotowania tak, aby wyniki byğy wiarygodne statystycznie. 

Przygotowanie danych hiperspektralnych do klasyfikacji opiera siň na wykonaniu korekcji 

danych (nadaniu georeferencji obrazom oraz usuniňciu z nich wpğywu atmosfery). 

WaŨnym elementem jest opracowanie algorytmu wyboru najlepszych jakoŜciowo kanağ·w 

zobrazowania hiperspektralnego, przy uŨyciu metod redukcji przestrzeni spektralnej. 

Ostatnim z problem·w badawczych jest wyb·r odpowiedniej metody klasyfikacji 

dostosowanej do charakteru i skali zjawiska, a takŨe procedur poklasyfikacyjnych, 

prowadzŃcych do uzyskania wyniku w postaci opracowania kartograficznego oraz raportu 

statystycznej dokğadnoŜci wydzielonych zbiorowisk roŜlinnych wzglňdem rozpoznania 

terenowego. Raport ten przedstawiany jest w postaci macierzy bğňd·w ze statystykami 

dotyczŃcymi dokğadnoŜci cağkowitej klasyfikacji i wsp·ğczynnika kappa, m·wiŃcymi  

o dokğadnoŜci dopasowania klas dla cağego obrazu, oraz dokğadnoŜci producenta  

i uŨytkownika obliczonych dla kaŨdego ze sklasyfikowanych zbiorowisk roŜlinnych. 

 

 



 

 

1. Teledetekcja hiperspektralna 

1.1. ZağoŨenia teoretyczne 

 Spektroskopia definiowana jest jako dziağ fizyki, zajmujŃcy siň badaniem 

czŃsteczek, atom·w i jŃder atomowych na podstawie analizy widma emitowanego lub 

pochğanianego przez nie promieniowania elektromagnetycznego (Sğownik jňzyka polskiego 

1996). Obejmuje badanie wğaŜciwoŜci obiekt·w za pomocŃ informacji zapisanej  

w poszczeg·lnych dğugoŜciach fali i interakcji promieniowania elektromagnetycznego  

z materiŃ (Green i in. 1998). PoczŃtki spektroskopii zwiŃzane sŃ z eksperymentami  

I. Newtona, kt·ry w roku 1672 ogğosiğ nowŃ teoriň Ŝwiatğa i barw (Shapiro 1984), 

przedstawiajŃcŃ koncepcjň rozproszenia Ŝwiatğa. Spowodowağo to przeğom w optyce  

i badaniach widma, kt·re jako termin (spectrum) zostağo r·wnieŨ przez niego 

upowszechnione. Korpuskularna
4
 teoria Newtona byğa stopniowo zastňpowana przez teoriň 

falowŃ, prowadzŃcŃ do opracowania r·wnaŒ opisujŃcych fale elektromagnetyczne przez  

J. Maxwella (1873). Terminu spektroskopia pierwszy raz uŨyto pod koniec XIX  wieku  

i wtedy wyodrňbniğa siň ona jako czňŜĺ optyki dotyczŃca podstaw fizyki atomowej  

i molekularnej (Born, Wolf 1999). W latach 1815-1859 prowadzone byğy niezaleŨne 

badania nad aparatem spektroskopowym, kt·re zaowowcowağy wynalezieniem trzech 

typ·w spektroskop·w przez J. Fraunhofera oraz typu spektroskopu Kirchhoffa  

i Bunsena (Lockyer 1873, RodzeŒ 2012). Spektroskopia od swego poczŃtku byğa ŜciŜle 

powiŃzana z astronomiŃ, w roku 1815 Fraunhofer badağ widmo SğoŒca, a nastňpnie 

Syriusza i innych gwiazd (Heller 1978). W widmie SğoŒca odkryğ on czarne prŃŨki, 

nazwane w p·Ŧniejszym czasie liniami Fraunhofera. Bunsen i Kirchhoff w roku 1859 

okreŜlili ich naturň, wyjaŜniajŃc, Ũe powstajŃ w wyniku pochğaniania przez atmosferň fal 

Ŝwietlnych o pewnej dğugoŜci. Odkrycie to byğo poczŃtkiem analiz spektralnych, kt·re 

bazowağy na rozpoznaniu, Ũe kaŨdy gazowy pierwiastek chemiczny ma charakterystyczne 

cechy spektralne (Born, Wolf 1999). Metodň analizy widmowej do ustalania skğadu 

chemicznego gwiazd wprowadziğ w 1863 r. W. Huggins (Heller 1978). 

Spektroradiometria jest technologiŃ pomiaru mocy promieniowania optycznego  

w wŃskich, ciŃgğych przedziağach dğugoŜci fali. Jej iloŜĺ wyraŨana jest w natňŨeniu 

napromienienia (irradiance, najczňŜciej w Wm
-2

nm
-1

) oraz w luminancji energetycznej, 

okreŜlanej takŨe jako radiancja (radiance, w Wsr
-1

m
-2
nm

-1
, Schaepman 2009). Iloraz 

natňŨenia promieniowania odbitego od obiektu do natňŨenia napromienienia padajŃcego na 

obiekt okreŜlany jest jako wsp·ğczynnik odbicia (reflectance). Pomiňdzy wsp·ğczynnikiem 

                                                 
4
 korpuskularny ï fiz. czŃsteczkowy, drobinowy (ğac. corpusculum ï ciağko. Sğownik jňzyka polskiego 1996). 
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odbicia a dğugoŜciŃ fali elektromagnetycznej istnieje Ŝcisğa zaleŨnoŜĺ, dlatego  

w teledetekcji powszechnie stosowane jest pojňcie wsp·ğczynnika odbicia spektralnego 

(Weidner, Hsia 1987). WartoŜci wsp·ğczynnika odbicia przybierajŃ wartoŜĺ od 0 do 1  

i w postaci graficznej prezentowane sŃ w funkcji dğugoŜci fali, tworzŃc krzywŃ odbicia 

spektralnego (spectral curve).  

 

 

Ryc.  1.  Koncepcja spektroskopii obrazowej: spektrum zmierzone dla kaŨdego elementu przestrzennego  

na obrazie (Green i in. 1998) 

 

 OryginalnŃ definicjň spektrometrii obrazowej (imaging spectrometry), za pomocŃ 

kt·rej pozyskiwane sŃ obrazy nazywane hiperspektralnymi wprowadzili Goetz, Vane, 

Solomon i Rock (1985), okreŜlajŃc jŃ jako pozyskiwanie obraz·w w setkach spektralnie 

ciŃgğych kanağ·w, dla kt·rych moŨliwe jest okreŜlenie widma promieniowania kaŨdego 

piksela. Bardziej szczeg·ğowŃ definicjň przytoczyli Schaepman i in. (2006) twierdzŃc,  

iŨ spektrometria obrazowa, nazywana takŨe spektroskopiŃ obrazowŃ (imaging 

spectroscopy), czy obrazowaniem hiperspektralnym (hyperspectral imaging) jest pasywnŃ 

technikŃ teledetekcyjnŃ wykorzystywanŃ do r·wnoczesnego pozyskiwania 

zarejestrowanych przestrzennie obraz·w w wielu ciŃgğych spektralnie kanağach, mierzonŃ 

w jednostkach radiancji ze zdalnie operowanych platform. PoczŃtki powstawania 

spektrometrii obrazowej zakğadağy pozyskiwanie informacji od 100 do 200 ciŃgğych 

kanağ·w, natomiast w obecnie funkcjonujŃcych sensorach pozyskiwane jest ich ponad 
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400
5
. Dziňki danym hiperspektralnym moŨliwe jest pozyskanie dokğadnych charakterystyk 

spektralnych dla kaŨdego elementu obrazu (piksela, ryc. 1).  

Molekuğy i czŃsteczki Ŝrodowiska lŃdowego, wodnego i atmosferycznego 

oddziağujŃ z energiŃ sğonecznŃ przez procesy absorpcji, odbicia i rozpraszania, a spektrum 

pozwala na identyfikacjň materiağ·w i obiekt·w, kt·re nie mogŃ byĺ zbadane przez 

sensory wielospektralne (Goetz i in. 1985, Green i in. 1998). Na podstawie badaŒ 

wğaŜciwoŜci absorpcyjnych r·Ũnych materiağ·w moŨliwych do zidentyfikowania,  

za przydatnŃ i wystarczajŃcŃ w spektroskopii obrazowej uznaje siň szerokoŜĺ kanağ·w  

do 10 nm (Hunt 1977, Goetz i in, 1985).  

 

1.2. Pozyskiwanie i przetwarzanie danych hiperspektralnych 

1.2.1. Pozyskiwanie obraz·w 

Dane teledetekcyjne sŃ pozyskiwane z poziomu satelitarnego, lotniczego  

i naziemnego. KaŨdy z tych poziom·w ma korzyŜci i ograniczenia. Systemy satelitarne 

zapewniajŃ wiňkszŃ ekonomiň pozyskania danych, szczeg·lnie, jeŜli majŃ byĺ 

przeznaczone do dğugotrağego monitoringu. W przypadku danych satelitarnych naturalnie 

wyeliminowany jest wpğyw ruchu urzŃdzenia w niejednorodnej atmosferze, platformy 

satelitarne sŃ stabilne, dziňki czemu proces przeprowadzania korekcji geometrycznej 

przebiega w ich przypadku znacznie szybciej niŨ na danych lotniczych (Schlaepfer i in. 

1998). Charakteryzuje je jednak dğuŨsza droga promieniowania miňdzy obiektem  

a detektorem, niŨsza rozdzielczoŜĺ przestrzenna
6
 niŨ w przypadku sensor·w lotniczych, jak 

r·wnieŨ niŨszy stosunek sygnağu do szumu (signal to noise ratio, SNR). Z tego powodu 

lotnicze sensory hiperspektralne sŃ obecnie zdecydowanie bardziej popularne niŨ 

satelitarne. Zobrazowania naziemne wykonuje siň sporadycznie, sğuŨŃ one najczňŜciej jako 

dane weryfikacyjne zğoŨonych spektralnie obiekt·w. Zatem do szczeg·ğowych analiz, bŃdŦ 

opisu niewielkich obszar·w, gdzie wymagana jest wyŨsza szczeg·ğowoŜĺ terenowa  

(na poziomie 1-4 m rozdzielczoŜci przestrzennej), powszechnie stosuje siň dane  

pozyskane z puğapu lotniczego (Kempeneers 2007).  

 Teledetekcja hiperspektralna poziomu lotniczego rozpoczňğa sw·j rozw·j od 

wczesnych lat 1970. ubiegğego wieku. Pierwszy hiperspektralny spektrometr 

nieobrazujŃcy, wykonujŃcy profile spektralne wzdğuŨ linii lotu, o nazwie GERS 

(Geophysical Environmental Research Spectroradiometer) opracowany zostağ w 1981 r.
7
 

                                                 
5
 skaner hiperspektralny HySpex rejestruje promieniowanie w 451 kanağach. 

6
 wyğŃczajŃc satelity do zadaŒ militarnych. 

7
 Geophysical Environmental Research Company. 
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Pozyskiwağ dane w 64 kanağach spektralnych o szerokoŜci 8,6 nm, w zakresie 1,96-2,5 Õm 

i sğuŨyğ gğ·wnie do analiz geologicznych, w tym kartowania minerağ·w (Kruse i in. 1999). 

W tym samym roku w Kanadzie
8
 zbudowano pierwszy spektrometr obrazujŃcy FLI 

(Fluorescence Line Imager), rejestrujŃcy obraz w 288 kanağach spektralnie ciŃgğych  

w zakresie 0,4-0,8Õm, o szerokoŜci 2,6 nm (Rock i in. 1988). SğuŨyğ do kartowania w·d  

i lŃd·w, gğ·wnie w celu analiz fluorescencji chlorofilu (Hollinger i in. 1987). W latach 

1984-1986 w NASA
9
 powstağ skaner AIS (Airborne Imaging Spectrometer), obrazujŃcy  

w 128 kanağach spektralnych w zakresie 1,2-2,4Õm. AIS-1 rejestrowağ 32 piksele w linii,  

a szerokoŜĺ kanağ·w wynosiğa 9,3 nm, natomiast jego nowsza wersja z roku 1986 (AIS-2) 

rejestrowağa 64 piksele, a szerokoŜĺ kanağ·w zarejestrowanych w zakresie 0,8-2,4 Õm 

wynosiğa 10,6 nm (Vane i in. 1984). R·wnieŨ w roku 1984 w NASA (Goetz i in. 1985) 

zaczňto prace nad nowym typem sensora hiperspektralnego. Powstağ spektrometr 

obrazujŃcy AVIRIS (Airborne Visible/Infra-Red Imaging Spectrometer), kt·ry osiŃgnŃğ 

operacyjnoŜĺ w roku 1987. Obrazy poczŃtkowo pozyskiwano w zakresie 0,41-2,45 Õm  

w 224 kanağach o szerokoŜci 10 nm. WielkoŜĺ obrazowanego piksela wahağa siň,  

w zaleŨnoŜci od rodzaju i wysokoŜci samolotu, na kt·rym instrument byğ zainstalowany 

(Porter, Enmark 1987). Dane AVIRIS przyczyniğy siň do rozpowszechnienia teledetekcji 

hiperspektralnej, poczŃtkowo w Stanach Zjednoczonych, a nastňpnie na cağym Ŝwiecie. 

 W spektrometrii obrazowej do przedstawienia relacji pomiňdzy zakresem 

przestrzennym a spektralnym wykorzystywana jest wizualizacja danych w tr·jwymiarze  

w postaci tzw. data cube (ryc. 2). Spos·b ten tworzy serie warstw obrazu, gdzie kaŨda  

z nich jest przedstawiona w indywidualnym zakresie dğugoŜci fali. Obraz widoczny na 

wierzchu w cağoŜci jest trzykanağowŃ kompozycjŃ barw RGB
10

. 

 

                                                 
8
 Department of Fisheries and Oceans. 

9
 Jet Propulsion Laboratory. 

10
 zğoŨenie trzech kanağ·w zarejestrowanych w r·Ũnych zakresach spektralnych oraz przyporzŃdkowanie im 

filtr·w barwnych: czerwonego (Red), zielonego (Green) i niebieskiego (Blue). Zrzutowanie na wsp·lny 

ekran pozwala na utworzenie obrazu barwnego. 
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Ryc.  2. Wizualizacja danych hiperspektralnych (data cube) ze skanera APEX (Szrenica, Karkonosze 

 Zachodnie). Osie x-y oznaczajŃ wymiar przestrzenny danego kanağu, oŜ z przedstawia wymiar 

 spektralny danych (kompozycja RGB 38 15 6, odpowiadajŃca kolejno dğugoŜciom fali: 640 nm,  

 547 nm, 471 nm). 

 

Pozyskiwanie danych hiperspektralnych przeprowadzane jest na r·Ũne sposoby,  

w zaleŨnoŜci od technologii wykorzystywanych w sensorach. Najog·lniej moŨna je 

podzieliĺ na sensory typu whiskbroom, pozyskujŃce serie pojedynczych pikseli, typu 

pushbroom pozyskujŃce serie linii, a takŨe typu staring, czy filter wheel, czyli pozyskujŃce 

peğnoklatkowe obrazy (Schaepman 2009, ryc. 3). 

 

 

Ryc.  3. Schemat przedstawiajŃcy trzy gğ·wne sposoby pozyskiwania danych: piksele pozyskiwane przez 

 sensory typu whiskbroom, linie ï pushbroom, obrazy ï filter wheel systems  

 (Schaepman 2009, zmodyfikowane) 
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Najpopularniejszymi sensorami hiperspektralnymi sŃ instrumenty typu whiskbroom 

oraz pushbroom. Instrumenty typu whiskbroom wykorzystujŃ "zerowymiarowe" pole 

widzenia (Field of View, FOV), skanujŃc obiekty zar·wno wzdğuŨ kierunku lotu (along 

track), jak i w poprzek (across track), przez co okreŜlane sŃ jako omiatajŃce (Sellar in. 

2002). NaleŨŃ do nich m.in. skaner AVIRIS (Green i in. 1998) czy DAIS7915 (Digital 

Airborne Imaging Spectrometer, Chang i in. 1993). Instrumenty typu pushbroom skanujŃ 

pole widzenia w jednym wymiarze, w kierunku linii lotu, dlatego okreŜlane sŃ jako 

przepychajŃce, tworzŃc zeskanowane linie przylegajŃcych do siebie, bŃdŦ nieznacznie 

nakğadajŃcych siň pikseli (Sellar in. 2002) ï m.in. CASI (Compact Airborne Spectral 

Imager, Babey, Anger 1989), czy APEX (Airborne Prism EXperiment, Itten i in. 1997). 

 

1.2.2. Korekcja geometryczna i atmosferyczna  

Dane pozyskiwane z puğapu lotniczego podczas rejestracji ulegajŃ wielu 

znieksztağceniom, spowodowanym brakiem moŨliwoŜci utrzymania stağej linii lotu. Jest to 

szczeg·lnie istotne w przypadku skanowania terenu piksel po pikselu, bŃdŦ linijka po 

linijce, co prowadzi do przesuniňĺ fragment·w obraz·w. Obrazy te wymagajŃ wykonania 

r·Ũnego rodzaju korekcji, prowadzŃcych do usuniňcia zaburzeŒ sygnağu, kt·ry dociera do 

detektora, jak r·wnieŨ do wyeliminowania z nich wpğywu atmosfery. 

Korekcja geometryczna moŨe byĺ przeprowadzona w spos·b parametryczny oraz 

nieparametryczny (Roy i in. 1997). PodejŜcie nieparametryczne wymaga identyfikacji 

obiekt·w na obrazie, z uŨyciem charakterystycznych terenowych punkt·w kontrolnych, 

okreŜlanych jako ground control points (GCPs). ZaleŨnoŜci przestrzenne pomiňdzy 

odpowiadajŃcymi sobie punktami sŃ uznawane za reprezentatywne dla znieksztağceŒ 

obrazu i wykorzystuje siň je do przeliczania poğoŨenia pikseli pomiňdzy korygowanym 

obrazem a mapŃ, czy innym obrazem. Metodň tň moŨna stosowaĺ w odniesieniu do 

wszystkich rodzaj·w znieksztağceŒ geometrycznych, jednak wymaga ona zgromadzenia 

punkt·w GCP, kt·re jest czasochğonne i moŨe byĺ utrudnione przez niskŃ dokğadnoŜĺ 

pomiar·w bŃdŦ jednorodnoŜĺ terenu. W takim przypadku szersze moŨliwoŜci 

automatyzacji procesu i wiňkszŃ niezaleŨnoŜĺ od danych terenowych daje stosowanie 

metod parametrycznych, kt·re wymagajŃ informacji dotyczŃcej geometrii sensora  

i element·w orientacji zewnňtrznej
11

, okreŜlajŃcych okolicznoŜci pozyskania obrazu. 

Integracjň parametr·w pozyskanych z system·w GPS oraz system·w inercyjnych (Inertial 

Navigation System INS), nazywanŃ georefencjŃ bezpoŜredniŃ (direct georeferencing) 

                                                 
11

 elementy liniowe, bňdŃce wsp·ğrzňdnymi Ŝrodka rzut·w oraz  elementy kŃtowe, okreŜlajŃce poğoŨenie osi 

optycznej skanera wzglňdem osi ukğadu odniesienia. 
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charakteryzuje wysoka dokğadnoŜciŃ i rzetelnoŜĺ ze wzglňdu na pomiar bezpoŜredni 

(Cramer i in. 2000). ParametrycznŃ metodŃ przetwarzania obrazu jest takŨe 

ortorektyfikacja (parametric orthorectification), prowadzŃca do przeksztağcenia obrazu  

z rzutu Ŝrodkowego na rzut ortogonalny, przy uŨyciu informacji dotyczŃcej rzeŦby terenu, 

pochodzŃcej z danych wysokoŜciowych, np. Numerycznego Modelu Terenu (Schlaepfer, 

Richter 2002). Na podstawie wymienionych informacji rejestrowany jest kaŨdy piksel 

obrazu, po czym nadawany jest mu odpowiedni ukğad wsp·ğrzňdnych i okreŜlana jest 

wielkoŜĺ piksela wynikowego, a takŨe interpolacja wartoŜci pikseli wynikowych na 

podstawie jasnoŜci pikseli obrazu nieprzeksztağconego (resampling).  

Oddziağywanie atmosfery z energiŃ promieniowania padajŃcego oraz odbitego 

przyczynia siň do redukcji iloŜci tego promieniowania w niekt·rych zakresach dğugoŜci fal 

(Goetz i in. 1997). Korekcja atmosferyczna obejmuje grupň procedur prowadzŃcych do 

usuniňcia efekt·w zwiŃzanych z obecnoŜciŃ atmosfery na obserwowanym widmie. 

Charakterystyki spektralne danych nieskorygowanych, wyraŨonych w jednostce radiancji 

majŃ przebieg krzywej natňŨenia napromienienia sğonecznego (irradiancji) o wartoŜciach 

malejŃcych w kierunku fal dğuŨszych, natomiast wystňpujŃ pewne anomalie zakres·w 

zwiŃzanych z absorpcjŃ i rozpraszaniem promieniowania przez atmosferň, np. 1450 nm ï 

zwiŃzek z parŃ wodnŃ (ryc. 4). Efektem korekcji atmosferycznej jest przeksztağcenie 

surowych danych do zapisu w postaci wsp·ğczynnika odbicia (reflektancji),  

z wyeliminowanym wpğywem atmosfery.  

 

 
Ryc.  4. Krzywe odbicia spektralnego dla roŜlinnoŜci, od lewej: na obrazie APEX zapisanym w jednostce 

 radiancji, od prawej: na obrazie po korekcji atmosferycznej, przeliczone na reflektancjň
12

 

 (oprogramowanie ENVI 5.3) 

                                                 
12

 kanağom spektralnym zawierajŃcym szum zwiŃzany z absorpcjŃ przez parň wodnŃ w procesie korekcji 

przypisano wartoŜĺ 1 (por. podrozdziağ 6.1.1). 
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W przypadku obraz·w hiperspektralnych korekcja atmosferyczna jest duŨo bardziej 

skomplikowana niŨ przy danych wielospektralnych (Schowengerdt 2006). 

Przeprowadzenie korekcji atmosferycznej danych hiperspektralnych polega na znalezieniu 

rozwiŃzania r·wnania, w wyniku kt·rego otrzymywanych jest co najmniej szeŜĺ 

parametr·w: dğugoŜĺ fali, wsp·ğczynnik odbicia od powierzchni i obiekt·w sŃsiadujŃcych, 

zawartoŜĺ pary wodnej, zawartoŜĺ aerozoli, wysokoŜĺ i nachylenie terenu (Schlaepfer i in. 

2008). PrzyczynŃ trudnoŜci w przeprowadzeniu korekcji jest m.in. znacznie wyŨsza 

rozdzielczoŜĺ spektralna obraz·w ï wŃskie kanağy pokrywajŃ siň z r·wnie wŃskimi 

zakresami absorpcji promieniowania przez czŃsteczki atmosfery. ZaleŨnie od konstrukcji 

sensora, Ŝrodkowa dğugoŜĺ fali poszczeg·lnych kanağ·w moŨe ulegaĺ przesuniňciu 

spektralnemu, w zaleŨnoŜci od warunk·w, w jakich pozyskiwana jest informacja. Ma to 

najwiňksze znaczenie w przypadku danych pozyskiwanych z puğapu lotniczego. Ponadto, 

podobnie jak w przypadku korekcji geometrycznej i innych przetworzeŒ na oryginalnych 

danych hiperspektralnych, jest to procedura Ũmudna obliczeniowo, gdyŨ bierze w niej 

udziağ kaŨdy z kanağ·w obrazu.  

Metody korekcji atmosferycznej dzielŃ siň na wzglňdne oraz bezwzglňdne (Tempfli  

i in. 2009). Wzglňdne najczňŜciej okreŜlane sŃ mianem normalizacji i bazujŃ na informacji 

zawartej na obrazie (np. Flat Field), bŃdŦ wykorzystujŃ pomiary terenowe (np. Empirical 

Line, Hejmanowska i in. 2004), natomiast bezwzglňdne opierajŃ siň na modelowaniu 

atmosfery i parametrach atmosferycznych oszacowanych lub bezpoŜrednich z czasu 

wykonywania zobrazowania (Richter, Schlaepfer 2016). W przypadku korekcji danych 

hiperspektralnych badziej dokğadne i wiarygodne sŃ metody bezwzglňdne, wykorzystujŃce 

informacje pozyskane w trakcie nalotu. Korekcje te przeprowadzane sŃ przy uŨyciu 

zaawansowanych modeli transferu promieniowania i kod·w radiacyjnych, np. MODTRAN 

(MODerate resolution atmospheric TRANsmission program), na kt·rych bazujŃ 

dedykowane korekcjom programy, np. ATCOR-4 (Richter, Schlaepfer 2016). Wykonanie 

korekcji atmosferycznej jest istotne na obrazach pozyskiwanych dla kaŨdego obszaru, gdyŨ 

jej nieprzeprowadzenie moŨe prowadziĺ m.in. do bğňd·w w analizach iloŜciowych, 

utrudnieŒ por·wnywania radiometrycznych pomiar·w naziemnych i pomiar·w 

satelitarnych lub lotniczych, utrudnieŒ przy por·wnywaniu sygnatur spektralnych, czy do 

obniŨenia dokğadnoŜci klasyfikacji. Szczeg·lne istotne znaczenie ma korekcja 

atmosferyczna obraz·w pozyskanych dla obszar·w g·rskich, poniewaŨ w dolinach zalega 

wiňcej pary wodnej i gaz·w niŨ w wyŨszych partiach g·r ï przez to charakterystyki 

spektralne tych samych obiekt·w w dolinie bŃdŦ na szczycie mogŃ r·Ũniĺ siň od siebie.  
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1.2.3. Redukcja wymiarowoŜci danych 

Dane hiperspektralne, cechujŃce siň wystňpowaniem kilkuset kanağ·w spektralnych 

(np. APEX 288 kanağ·w, HySpex ï 450), pozwalajŃ na bardzo szczeg·ğowe analizy 

zobrazowanych obszar·w. Jednak ta ogromna liczba kanağ·w i wysoka korelacja danych 

zapisanych w poszczeg·lnych kanağach czňsto prowadzi do redundancji informacji. Czas 

wykonywania jakiejkolwiek procedury na danych hiperspektralnych zaleŨny jest od liczby 

kanağ·w wğŃczanych do procesu. Im ta liczba jest wiňksza, tym dğuŨszy czas 

przeprowadzania algorytmu. SŃsiadujŃce ze sobŃ kanağy spektralne wykazujŃ czňsto silnŃ 

korelacjň, co nie wpğywa na zwiňkszenie dokğadnoŜci klasyfikacji, a ma duŨe znaczenie dla 

czasu oczekiwania na wynik.  

W kanağach obraz·w wielo- i hiperspektralnych, poza informacjŃ spektralnŃ czňsto 

rejestrowany jest szum, wynikajŃcy m.in. z bğňd·w sensora czy zakğ·ceŒ zwiŃzanych  

z wpğywem absorpcji przez parň wodnŃ. WaŨnym aspektem pracy z danymi 

hiperspektralnymi jest zatem redukcja liczby kanağ·w i wyb·r najbardziej informacyjnych.  

W teledetekcji hiperspektralnej wykorzystywanych jest wiele technik redukcji 

przestrzeni spektralnej, obejmujŃcych zar·wno algorytmy nadzorowane, uwzglňdniajŃce 

informacje ze zbioru danych treningowych utworzonych do klasyfikacji, jak  

i nienadzorowane, majŃce na celu wydobycie istotnych informacji bez uprzedniej 

znajomoŜci przynaleŨnoŜci danego zestawu danych do konkretnej klasy, niezaleŨne od 

klasyfikatora (Demarchi i in. 2014). Powszechnie stosowany podziağ algorytm·w obejmuje 

metody bazujŃce na transformacji (transformation based approach), kt·ra powoduje 

przeksztağcenie danych wielowymiarowych do przestrzeni o mniejszej liczbie wymiar·w, 

redukujŃc zestaw danych i eliminujŃc informacjň spektralnŃ, a takŨe metody wyboru 

zmiennych (feature-selection based approach) bazujŃce na wyborze najwaŨniejszych 

informacji w postaci kanağ·w spektralnych z oryginalnego zestawu danych.  

Liczba wykorzystywanych kanağ·w spektralnych jest r·wnieŨ istotna w kontekŜcie 

klasyfikacji nadzorowanej i czňsto ma zwiŃzek z liczbŃ pikseli treningowych. Tradycyjna 

klasyfikacja bazujŃca na parametrach statystycznych powinna wykorzystywaĺ od 10  

do 100 razy wiňcej pikseli treningowych niŨ liczba kanağ·w obrazu, w przeciwnym razie 

dokğadnoŜĺ klasyfikacji maleje (Davis i in. 1978). Jednak szczeg·lnie w przypadku danych 

hiperspektralnych zauwaŨalny jest tzw. efekt Hughesa (Hughes phenomena), czy inaczej 

ĂprzekleŒstwo nadwymiarowoŜciò (the curse of dimensionality, Hughes 1968), w kt·rym 

liczba danych terningowych powinna byĺ r·wna liczbie kanağ·w, a zwiňkszanie liczby 

kanağ·w nie wpğywa na dokğadnoŜĺ klasyfikacji lub nawet powoduje jej spadek. Aspekty 



24 

 

te powodujŃ trudnoŜci w doborze odpowiednich proporcji pomiňdzy liczbŃ kanağ·w  

a liczbŃ pikseli treningowych do klasyfikacji.  

W pracy zdecydowano siň na zastosowanie trzech metod wyboru kanağ·w, spoŜr·d 

kt·rych dwie sŃ oparte na transformacji i sğuŨŃ do kompresji danych (analiza gğ·wnych 

skğadowych, PCA oraz Minimum Noise Fraction, MNF), jedna natomiast pozwala na 

wyb·r kanağ·w spektralnych najmniej obniŨajŃcych dokğadnoŜĺ, a przyspieszajŃcych 

procedurň klasyfikacji, czyniŃc danŃ metodň aplikacyjnŃ. 

 

1.2.3.1. Analiza gğ·wnych skğadowych (PCA) 

 Analiza gğ·wnych skğadowych (Principal Component Analysis, PCA) jest 

statystycznŃ metodŃ liniowej transformacji danych, zapoczŃtkowanŃ przez Harolda 

Hotellinga w 1933 r. (Hotelling 1933). Polega na wyznaczeniu nowej osi gğ·wnej ukğadu 

wsp·ğrzňdnych wzdğuŨ najwiňkszej moŨliwej wariancji danych, poprzez rzutowanie 

wartoŜci zmiennych w przestrzeni wielowymiarowej (ryc. 5). Dziňki temu otrzymuje siň 

nowe, nieskorelowane zmienne, nazywane gğ·wnymi skğadowymi (principal components). 

W przypadku analizy obraz·w lotniczych z oryginalnych kanağ·w spektralnych uzyskuje 

siň nowy zestaw kanağ·w (skğadowych gğ·wnych), zawierajŃcych najwiňcej informacji.  

 

 

Ryc.  5. Transformacja danych z kanağ·w spektralnych na gğ·wne skğadowe (Gao 2008, zmodyfikowane) 

 

 Pierwsza skğadowa zawiera najwiňcej informacji spektralnej, przyjmujŃc najwyŨszŃ 

wartoŜĺ wariancji. Skğadowa druga zawiera juŨ mniej informacji, natomiast oŜ jŃ 

reprezentujŃca poğoŨona jest prostopadle do osi pierwszej skğadowej. KaŨda z nastňpnych 

skğadowych niesie coraz mniej informacji spektralnej, jak r·wnieŨ szum, dlatego do analiz 

wykorzystywane sŃ skğadowe o najwiňkszej informacyjnoŜci. 
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1.2.3.2. Transformacja MNF 

Transformacja Minimum Noise Fraction (MNF) jest transformacjŃ liniowŃ analizy 

gğ·wnych skğadowych PCA wykonywanŃ w celu zwiňkszenia stosunku sygnağu do szumu 

(Green i in. 1988). Na podstawie macierzy kowariancji szumu wykonywana jest jego 

dekorelacja, a nastňpnie przeprowadzana jest analiza gğ·wnych skğadowych, przy 

zastosowaniu wybielania szumu
13

 (Monk i in. 1994). Dziňki transformacji MNF nastňpuje 

redukcja wymiar·w przestrzeni spektralnej i uzyskuje siň kanağy spektralne uszeregowane 

od najwiňkszej do najmniejszej wariancji. Jako pierwsze prezentowane sŃ kanağy najmniej 

skorelowane ze sobŃ, pozbawione szum·w, a nastňpnie kanağy pozostağe, zawierajŃce 

zakğ·cenia (Hejmanowska, Gğowienka 2004). 

Na podstawie macierzy kowariancji obliczana jest zawartoŜĺ informacji, 

reprezentowana przez wartoŜci wğasne (eigenvalues). Liczba kanağ·w po przeprowadzeniu 

transformacji MNF jest r·wna liczbie kanağ·w obrazu wejŜciowego, natomiast do dalszych 

przetworzeŒ wybierane sŃ kanağy wyselekcjonowane na podstawie linii informacyjnoŜci 

generowanej podczas trwania procesu (ryc. 6). Najlepsze jakoŜciowo kanağy przyjmujŃ 

najwyŨsze wartoŜci wğasne na osi Y, oŜ X prezentuje numery nowo utworzonych kanağ·w, 

pozbawionych szum·w. Odczyt najwyŨszych wartoŜci wğasnych dla poszczeg·lnych 

kanağ·w MNF poprzez wskazanie wypoziomowania siň linii informacyjnoŜci pozwala na 

wyb·r najbardziej przydatnych kanağ·w (Zagajewski 2010).  

 

 

Ryc.  6. Wykres wartoŜci wğasnych poszczeg·lnych kanağ·w zobrazowania APEX w transformacji MNF 

 (oprogramowanie ENVI 5.0) 

 

                                                 
13

 noise whitening, proces polegajŃcy na przeksztağceniu zbioru sygnağ·w w sygnağy nieskorelowane, 

sprowadzajŃc ich macierz kowariancji do postaci jednostkowej. 
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1.2.3.3. Wyb·r kanağ·w spektralnych 

W literaturze opisanych jest wiele metod wyboru zmiennych (kanağ·w) do dalszych 

analiz. John i in. 1994 przedstawiajŃ podziağ na dwa modele: filter ï podstawowy, 

bazujŃcy na selekcji danych przed treningiem na podstawie jak najlepszego rozr·Ũnienia 

klas, niezaleŨny od uŨywanego klasyfikatora oraz wrapper ï "opakowany", oparty na 

ocenie dokğadnoŜci klasyfikacji na podstawie zestawu danych weryfikacyjnych oraz 

zaleŨny od klasyfikatora. Wielu badaczy stwierdza wiňkszŃ przydatnoŜĺ metod 

opakowanych, zaznaczajŃc, Ũe metody te sŃ bardziej kosztowne obliczeniowo (Huang, 

Wang 2006, Sikora, Piramuthu 2007, Zhuo i in. 2008). Dokonanie oceny dokğadnoŜci 

wszystkich kombinacji kanağ·w obraz·w hiperspektralnych jest bardzo czasochğonnym 

zadaniem, ze wzglňdu na setki potencjalnych kanağ·w do oceny. Metodyka wyboru 

kanağ·w w spos·b sekwencyjny pozwala zredukowaĺ potrzeby obliczeniowe (Reunanen 

2006). W modelu wrapper rozwijane sŃ dwa podejŜcia: stopniowego dodawania 

zmiennych do zbioru pustego (forward selection) oraz stopniowego ich odejmowania od 

wszystkich zmiennych (backward elimination). Metoda wyboru poprzez dodawanie 

zmiennych jest bardziej wydajna obliczeniowo, gdyŨ nie uwzglňdnia wszystkich 

zmiennych na poczŃtku dziağania, jednak jej wadŃ jest fakt, Ũe kaŨde dodanie nowej 

zmiennej moŨe spowodowaĺ doğŃczenie do zestawu danych zmiennych nieistotnych 

(Guyon, Elisseeff 2003). Metoda wyboru przez iteracyjne odejmowanie zmiennych 

powodujŃcych obniŨenie dokğadnoŜci klasyfikacji eliminuje ten problem. 

 

1.3. Airborne Prism EXperiment (APEX) 

 PojawiajŃce siň w latach 1990. koncepcje sensor·w satelitarnych wykorzystujŃcych 

spektroskopiň jako gğ·wne podejŜcie do obserwacji zainspirowağy przyrodnik·w do 

budowy nowej generacji spektrometru obrazujŃcego, kt·ry byğby optymalnym narzňdziem 

do badania Ŝrodowiska (Itten i in. 1997). Szwajcarsko-belgijski projekt skanera 

hiperspektralnego APEX (Airborne Prism Experiment) byğ odpowiedziŃ na potrzebň 

Europejskiej Agencji Kosmicznej (ESA) posiadania lotniczego spektrometru majŃcego 

peğniĺ funkcjň prekursora w dziedzinie badaŒ kosmicznych PRISM
14
. ťr·dğem 

finansowania tego przedsiňwziňcia byğ program PRODEX
15

, w kt·rym kraje czğonkowskie 

ESA opracowywağy wğasne instrumenty (Schaepman i in. 2015).   

                                                 
14

 Process Research by an Imaging Space Mission. Projekt instrumentu satelitarnego zakğadağ pozyskiwanie 

danych w dw·ch gğ·wnych zakresach dğugoŜci fali: zakresie widzialnym i podczerwieni kr·tkofalowej (0,45-

2,35 Õm), jak r·wnieŨ w podczerwieni termalnej (8-12,3 Õm). RozdzielczoŜĺ danych w nadirze miağa 

wynosiĺ 50 metr·w (Itten i in. 1997). 
15

 PROgramme de D®veloppement d'Exp®riences scientifiques. 
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 APEX jest lotniczym dyspersyjnym spektrometrem typu linijkowego (pushbroom) 

przeznaczonym do symulacji, kalibracji i walidacji istniejŃcych i planowanych optycznych 

misji satelitarnych (Meuleman 2012, ryc. 7). Ma na celu wykorzystywanie danych do 

zrozumienia proces·w zwiŃzanych z powietrzem, wodŃ i ziemiŃ w skali lokalnej  

i regionalnej we wsparciu zastosowaŒ globalnych (Hueni i in. 2009). Dane przetwarzane sŃ 

w belgijskim instytucie VITO
16

, w Central Data Processing Center (CDPC) w Mol, przy 

wsparciu Processing and Archiving Facility (PAF)
17

 oraz laboratorium optycznego 

Calibration Home Base (CHB) w Niemieckiej Agencji Kosmicznej DLR (Deutsches 

Zentrum f¿r Luft und Raumfahrt) w Oberpfaffenhofen.  

 

 

Ryc.  7. Skaner APEX w belgijskim VITO
18

 

 

 Dane techniczne dotyczŃce sensora przedstawiajŃ siň nastňpujŃco  

(Meuleman 2012): 

¶ zakres spektralny: 380,5-971,7 nm (Visible-NIR Infrared, VNIR),  941,2-2501,5 

nm (Short-Wave Infrared, SWIR),  

¶ liczba kanağ·w spektralnych: ok. 140 (VNIR), ok. 145 (SWIR),  

¶ szerokoŜĺ kanağ·w: 0,6-6,3 nm (VNIR), 6,2-11 nm (SWIR),    

¶ liczba pikseli w linii: 1000, 

¶ rozdzielczoŜĺ przestrzenna: 0,5-1,75m  (dla wysokoŜci lotu 1000-3500 m),  

¶ pole widzenia (FOV):  28ę, 

¶ chwilowe pole widzenia (IFOV
19

): 0,028ę, 

                                                 
16

 Flemish Institute for Technological Research. 
17

 wszystkie elementy sprzňtowe i programowe, a takŨe ich interfejsy wymagane do obsğugi przetwarzania 

obraz·w APEX i wszystkich zwiŃzanych z nimi danych. 
18

 wszystkie zdjňcia zamieszczone w niniejszej pracy, jeŨeli nie podano nazwiska autora, pochodzŃ  

z materiağ·w autorki. 
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¶ rozdzielczoŜĺ radiometryczna: 16-bit. 

 Rejestrowane dane, w zaleŨnoŜci od stopnia ich przetworzenia reprezentujŃ 

poszczeg·lne poziomy (tab. 1). 

 

Tab.  1. Poziomy przetworzeŒ danych APEX (Schlaepfer i in. 2007, Hueni i in. 2009) 

Nazwa poziomu Opis 

poziom 0  
dane surowe pozyskane przez instrument  

(wyraŨone w jednostce digital number, DN) 

poziom 1  
dane skalibrowane radiometrycznie, spektralnie i geometrycznie  

(wyraŨone w jednostce radiancji) 

poziom 2  
dane skorygowane atmosferycznie lub atmosferycznie i topograficznie  

(wyraŨone w jednostce wsp·ğczynnika odbicia) 

poziom 3  produkty gotowe do zastosowaŒ 

 

Procedurň przetwarzania danych APEX, poczŃwszy od pozyskania surowych 

danych do danych zapisanych w postaci poziomu 2 prezentuje rycina 8. 

 

 

Ryc.  8. Procedura wstňpnego przetwarzania danych APEX (na podstawie: Vreys i in. 2014) 

 

Kalibracja obraz·w APEX przeprowadzana jest na podstawie zestawu danych 

kalibracyjnych wygenerowanych w Calibration Home Base (CHB). Przeprowadzana jest 

przed i po kaŨdym sezonie nalot·w i generuje dane APEX poziomu 1 (level-1, Gege i in. 

2009). Kalibracja w CHB dzieli siň na trzy kategorie:  

                                                                                                                                                    
19

 Instantaneous Field of View. 
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a) radiometryczna ï konwersja surowych danych z sygnağu na jednostki fizyczne 

radiancji,  

b) spektralna ï przypisanie Ŝrodk·w zakres·w dğugoŜci fali (center wavelength)  

i rozdzielczoŜci spektralnej kaŨdego elementu detektora, 

c) geometryczna ï okreŜlenie kŃt·w widzenia i rozdzielczoŜci kŃtowej kaŨdego 

elementu detektora. 

Dwie ostatnie obejmujŃ charakterystykň znieksztağceŒ optycznych typowych dla 

sensor·w typu pushbroom, do kt·rych naleŨy efekt "uŜmiechu" (smile), spowodowany 

przesuniňciem Ŝrodka zakresu dğugoŜci fali, zaleŨny od poğoŨenia piksela, czy przesuniňcie 

dğugoŜci fali (wavelength shift, Sterckx i in. 2016). Ze wzglňdu na niestabilnoŜĺ 

spowodowanŃ wahaniami ciŜnienia czy temperatury podczas wykonywania nalotu, analiza 

przesuniňĺ jest przeprowadzana w oparciu o wğaŜciwoŜci absorpcji atmosfery, 

wykorzystane do przyporzŃdkowania nowych Ŝrodk·w kanağ·w spektralnych dla kaŨdego 

piksela (Vreys i in. 2014).  

Dalsze procedury przetwarzania danych APEX zaleŨne sŃ od wymaganego przez 

odbiorcň produktu. Przetwarzanie w postaci korekcji atmosferycznej oraz geometrycznej 

wymaga wykorzystania danych dodatkowych. W tym celu pozyskiwane sŃ w terenie 

krzywe odbicia spektralnego przy uŨyciu terenowego spektrometru hiperspektralnego, 

sğuŨŃce do weryfikacji jakoŜci korekcji atmosferycznej (Richter, Schlaepfer 2002). 

Obszary, z kt·rych sŃ one zbierane, jak r·wnieŨ obszary, w kt·rych lokalizowane sŃ 

punkty o znanych wsp·ğrzňdnych do korekcji geometrycznej, powinny byĺ homogeniczne 

i obejmowaĺ przynajmniej 3x3 piksele obrazu. Korekcja atmosferyczna danych APEX 

oparta jest na kodzie transferu promieniowania MODTRAN4. Do danych 

wykorzystywanych do korekcji geometrycznej naleŨy takŨe Numeryczny Model Terenu 

(Digital Terrain Model). Dodatkowym rodzajem korekcji przeprowadzanym w CDPC jest 

normalizacja topograficzna z wykorzystaniem dwukierunkowego wsp·ğczynnika odbicia 

promieniowania (Bidirectional Reflectance Factor, BRDF), eliminujŃca r·Ũnice 

oŜwietlenia na stokach (Richter 1998). Opis przetworzeŒ przeprowadzonych na danych 

wykorzystanych w niniejszej pracy zaprezentowano w podrozdziale 6.1.1. 



 

 

2. Klasyfikacja danych teledetekcyjnych 

 Identyfikacja obiekt·w na danych obrazowych moŨe odbywaĺ siň poprzez 

interpretacjň wizualnŃ, okreŜlanŃ jako fotointerpretacja. Jest ona przydatna do wyr·Ũniania 

obiekt·w o zr·Ũnicowanym odbiciu spektralnym, do og·lnej oceny cech geometrycznych  

i rozpoznania gğ·wnych typ·w pokrycia terenu (Richards, Jia 2005). Wykorzystanie jej na 

wiňkszych obszarach byğoby jednak bardzo czaso- i kosztochğonne. Jest to r·wnieŨ metoda 

subiektywna, zaleŨna od zdolnoŜci i moŨliwoŜci percepcyjnych fotointerpretatora, co przy 

wykorzystaniu jednorazowo jedynie trzech zakres·w spektralnych do utworzenia 

kompozycji barwnej i wyŜwietlenia obrazu w pewnym stopniu ogranicza wykorzystanie 

potencjağu wielowymiarowych danych teledetekcyjnych, w tym ich peğnej rozdzielczoŜci 

spektralnej i radiometrycznej, gdyŨ oko ludzkie rozr·Ũnia okoğo 16 ton·w szaroŜci,  

a w przypadku danych hiperspektralnych stosowany jest zapis 32 000-64 000 ton·w 

szaroŜci (obraz 15-16-bitowy). 

 Sğownik jňzyka polskiego (1996) definiuje klasyfikacjň jako podziağ os·b, 

przedmiot·w bŃdŦ zjawisk na grupy wedğug okreŜlonej zasady. W teledetekcji jest to 

zautomatyzowany proces iloŜciowej analizy obrazu cyfrowego, polegajŃcy na 

przyporzŃdkowaniu pikseli do okreŜlonych klas. Piksele identyfikowane sŃ na podstawie 

ich wartoŜci liczbowych zapisanych w kanağach spektralnych obrazu. Obiekty naleŨŃce do 

tych samych klas majŃ zbliŨone charakterystyki spektralne, tworzŃc skupienia  

w przestrzeni spektralnej (ryc. 9). 

 

 

Ryc.  9. Od lewej: obraz podzielony na 3 klasy pokrycia terenu, poŜrodku: charakterystyki spektralne klas, od 

 lewej: charakterystyki spektralne klas w dwuwymiarowej przestrzeni spektralnej (kolorem zielonym 

 oznaczono roŜlinnoŜĺ, brŃzowym ï glebň, niebieskim zbiornik ï wodny) 

 

 W zaleŨnoŜci od klasyfikowanego elementu na obrazie wyr·Ũnia siň dwa rodzaje 

klasyfikacji: pikselowe (pixel based classification), gdzie kaŨdy piksel klasyfikowany jest 

oddzielnie oraz obiektowe (object oriented classification, OBIA), w kt·rych zamiast 
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pojedynczych pikseli, bazujŃc na algorytmie segmentacji klasyfikowane sŃ obiekty, kt·re 

majŃ charakterystycznŃ teksturň (Blaschke, Strobl 2001). W metodach pikselowych wynik 

klasyfikacji uzaleŨniony jest od wartoŜci zapisanych w poszczeg·lnych pikselach, 

natomiast w przypadku metod obiektowych moŨliwe jest okreŜlenie cech dodatkowych, 

takich jak ksztağt czy wielkoŜĺ. W literaturze moŨna spotkaĺ przykğady badaŒ, w kt·rych 

autorzy ğŃczŃ metody pikselowe z obiektowymi, w celu zwiňkszenia dokğadnoŜci 

klasyfikacji (Zhang, Xie 2013, Yu i in. 2006, Such§ i in. 2016). 

 Gğ·wny podziağ klasyfikacji dokonywany jest na podstawie sposobu 

przyporzŃdkowania pikseli do danych grup i wyodrňbnia metody nienadzorowane 

(unsupervised) oraz nadzorowane (supervised). Metody nienadzorowane bazujŃ na 

tworzeniu w spos·b iteracyjny klastr·w (clusters), w kt·rych piksele grupowane sŃ do 

pewnych kategorii na podstawie podobieŒstwa spektralnego, bez uprzedniej znajomoŜci 

terenu czy nazw klas (Gao 2008). SŃ one wykorzystywane do okreŜlenia liczby  

i lokalizacji klas wynikowych, kt·re sŃ nastňpnie identyfikowane przez uŨytkownika 

poprzez por·wnanie z dostňpnymi danymi referencyjnymi (Richards, Jia 2005). Jednymi  

z najbardziej popularnych metod klasyfikacji nienadzorowanej sŃ metody ISODATA 

(Interactive Self-Organising Data Analysis Technique) oraz K-means. Czňsto metody 

klasyfikacji nienadzorowanej przeprowadzane sŃ jako procedura wstňpna do dalszych 

analiz z uŨyciem metod klasyfikacji nadzorowanej. 

 W metodach nadzorowanych uŨytkownik okreŜla liczbň klas, a takŨe ich 

charakterystyki spektralne, wprowadzajŃc wzorce w postaci pikseli bŃdŦ poligon·w 

skğadajŃcych siň z pikseli treningowych (training patterns). Wzorce te sŃ opracowywane 

na podstawie znajomoŜci terenu i powinny byĺ reprezentatywne dla kaŨdej z klas. Techniki 

rozpoznawania wzorc·w bazujŃ na funkcji gňstoŜci prawdopodobieŒstwa zwiŃzanej  

z wzorcowymi klasami, kt·re czňsto nie sŃ znane i muszŃ byĺ oszacowane na podstawie 

zestawu wzorc·w treningowych (Swain 1972). JeŜli opierajŃ siň na ustalonych 

parametrach statystycznych w obrňbie wzorc·w treningowych i zakğadajŃ konkretny 

rozkğad prawdopodobieŒstwa, to naleŨŃ do metod parametrycznych (parametric), 

natomiast jeŜli nie ma w nich ustalonych statystyk i sprawdzajŃ siň na danych  

o zr·Ũnicowanych rozkğadach, zaliczajŃ siň do metod nieparametrycznych (non-

parametric). Jednymi z podstawowych parametrycznych metod klasyfikacji sŃ metody: 

najmniejszej odlegğoŜci (Minimum Distance), najwiňkszego prawdopodobieŒstwa 

(Maximum Likelihood) czy metoda odlegğoŜci Mahalanobisa (Mahalanobis Distance, 

Richards, Jia 2005), najczňŜciej wykorzystywane do analiz obraz·w wielospektralnych.  
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Do metod nieparametrycznych naleŨŃ m.in. sztuczne sieci neuronowe (artificial 

neural networks) czy metody uczenia maszynowego (machine learning methods), bazujŃce 

na rozpoznawaniu wzorc·w (pattern recognition), kt·re szerzej opisano w rozdziale 3. 

IstniejŃ takŨe metody klasyfikacji bazujŃce na spektralnych charakterystykach obiekt·w, 

zapisanych w wielu wŃskich zakresach widma elektromagnetycznego, okreŜlane jako 

dedykowane danym hiperspektralnym. Metody te wykorzystujŃ spektra z pojedynczych 

pikseli do por·wnywania ich ze spektrami referencyjnymi pozyskanymi w terenie bŃdŦ  

z pikseli czystych spektralnie
20

 (endmembers, Boardman, Kruse 1994) lub pozwalajŃ 

oceniĺ udziağ materiağ·w, z kt·rych skğada siň pojedynczy piksel (Aspinall i in. 2002). 

Liczba pikseli treningowych dla kaŨdej z klas w klasyfikacji nadzorowanej zaleŨna 

jest od ich wystňpowania w przestrzeni (Gao 2008). Wiňksze powierzchniowo klasy 

powinny byĺ reprezentowane przez wiňkszŃ liczbň pikseli, dla klas podrzňdnych cağkowita 

liczba pikseli powinna wynosiĺ minimum 10, a optymalnie od okoğo 100 pikseli na klasň, 

co gwarantuje przedstawienie zmiennoŜci spektralnej w obrňbie klasy. WaŨne jest takŨe, 

aby w miarň moŨliwoŜci piksele treningowe byğy od siebie niezaleŨne i rozmieszczone 

r·wnomiernie na obrazie. Liczba pikseli treningowych zaleŨy r·wnieŨ od zastosowanego 

klasyfikatora, a takŨe dostňpnych danych. W przypadku metod parametrycznych,  

np. metody najwiňkszego prawdopodobieŒstwa, minimalna liczba pikseli treningowych 

powinna wynosiĺ N+1, gdzie N jest r·wne liczbie kanağ·w spektralnych obrazu (Richards, 

Jia 2005). Aby odpowiednio zdefiniowaĺ statystyki klas zaplanowanych w klasyfikacji 

nadzorowanej, przy duŨej liczbie zakres·w spektralnych naleŨağoby utworzyĺ wiňcej 

wzorc·w treningowych niŨ w przypadku klasyfikacji przeprowadzanej na obrazach 

wielospektralnych (Riedmann, Milton 2003). Badania Pala i Mathera (2004) prezentujŃ 

wzrost dokğadnoŜci klasyfikacji danych hiperspektralnych spowodowany wzrostem 

liczebnoŜci zestawu treningowego, ze 100 do 500 pikseli dla kaŨdej z klas. Badania 

Zhanga i Xie (2013) przedstawiajŃ wpğyw redukcji zestawu treningowego ze 100% na 

80%, 60%, 40% oraz 20% na dokğadnoŜĺ klasyfikacji, wykazujŃc niewielki spadek 

dokğadnoŜci wraz ze spadkiem liczebnoŜci zestaw·w treningowych przy wykorzystaniu 

metody maszyn wektor·w noŜnych. Dodatkowo, w pracach Foody'ego i Mathura (2006), 

Waske i in. (2010), Camps-Valls'a (2004) wykazano, Ũe metoda maszyn wektor·w 

                                                 
20

 piksele o ekstremalnym poğoŨeniu w przestrzeni spektralnej, uŨywane do wzorc·w klas. Do ich 

wyszukiwania ze zbioru pikseli obrazu hiperspektralnego obliczany jest wskaŦnik czystoŜci piksela Pixel 

Purity Index (PPI, Boardman, Kruse 1994). MogŃ to byĺ r·wnieŨ charakterystyki spektralne 

reprezentatywnych obiekt·w pobrane w terenie lub laboratorium przy uŨyciu spektrometru. 
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noŜnych, zastosowana w niniejszej pracy, pozwala na stosowanie nawet niewielkich 

zestaw·w treningowych osiŃgajŃc wysokie dokğadnoŜci. 

 Wynik klasyfikacji jest obrazem, kt·rego jakoŜĺ moŨna oceniĺ wizualnie, jednak 

istotna jest takŨe charakterystyka liczbowa prezentujŃca jego dokğadnoŜĺ. Ocena 

dokğadnoŜci przeprowadzana jest na podstawie por·wnania sklasyfikowanego obrazu  

z danymi uznanymi za bezbğňdne, czyli utworzonymi uprzednio wzorcami 

weryfikacyjnymi okreŜlanymi jako pr·bki (samples). Wzorce te mogŃ byĺ utworzone  

z r·Ũnych jednostek (sampling units), jak punkty, piksele, poligony, czy regularne obszary 

o okreŜlonej wielkoŜci (Stehman, Czaplewski 1998). Wyb·r jednostki pr·bkowania jest 

dowolny, np. dla mapy reprezentowanej przez piksele moŨliwe jest zastosowanie 

poligon·w, podobnie dla mapy reprezentowanej przez poligony mogŃ byĺ uŨyte 

pojedyncze piksele. WaŨny w tym przypadku jest atrybut homogenicznoŜci, 

zarejestrowany dla danej jednostki. 

Wzorce do oceny dokğadnoŜci klasyfikacji mogŃ byĺ utworzone niezaleŨnie  

i stanowiĺ oddzielny zbi·r danych weryfikacyjnych na podstawie danych pozyskanych  

w terenie, bŃdŦ materiağ·w dodatkowych, takich jak mapy topograficzne czy ortofotomapy 

(Richards, Jia 2005). MogŃ r·wnieŨ skğadaĺ siň z pikseli niewykorzystanych  

do klasyfikacji, powstağych w wyniku podziağu cağego zbioru danych, kt·ry moŨe byĺ 

wykonany na kilka sposob·w w zaleŨnoŜci od rozmiar·w i charakterystyki. W statystyce 

do podziağ·w zbior·w danych wykorzystywane sŃ m.in.: podziağ systematyczny 

(systematic sampling), podziağ losowy (random sampling), proporcjonalny podziağ losowy 

(stratified random sampling), ocena krzyŨowa (k-fold cross-validation), pojedyncze 

przykğady weryfikacyjne (leave-one-out cross validation), czy losowanie ze zwracaniem 

(bootstraping, Kohavi 1995). Podziağ losowy polega na jednorazowym podzieleniu 

zestawu danych na treningowe i weryfikacyjne, a nastňpnie na wylosowaniu pr·bek  

z kaŨdego zestawu. Losowanie pr·bek moŨe byĺ powtarzane (k-fold random sampling)  

k razy w obrňbie kaŨdego zestawu, dokğadnoŜĺ oceniana jest na podstawie Ŝredniej 

uzyskanej z powt·rzeŒ. W przypadku niezr·wnowaŨenia klas istotnym elementem 

podziağu danych na zbi·r treningowy i weryfikacyjny jest stratyfikacja, kt·ra pozwala na 

por·wnywalnoŜĺ proporcji klas w obydwu zbiorach. Ocena krzyŨowa polega na losowym 

podziale zestawu na k r·wnych czňŜci, gdzie klasyfikator trenowany jest na k-1 

podzbiorach, a testowany na pozostağym zbiorze weryfikacyjnym, wykonujŃc proces  

n razy. Zbiory treningowe mogŃ siň w tym przypadku pokrywaĺ, natomiast zbiory 

weryfikacyjne sŃ rozğŃczne. Metoda leave-one-out jest przypadkiem oceny krzyŨowej,  
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w kt·rym kaŨdy kolejny zbi·r treningowy powstaje przez usuniňcie jednej obserwacji. 

Losowanie ze zwracaniem pozwala wielokrotnie uŨywaĺ pr·bki zbioru treningowego, przy 

czym wylosowany element wraca do zbioru, wiňc moŨe byĺ wylosowany ponownie. Na 

podstawie bğňdnych zaklasyfikowaŒ wszystkich wersji, a nastňpnie ich uŜrednienia, 

uzyskiwany jest bğŃd klasyfikacji.  

Nie istnieje okreŜlona zasada ustalania proporcji na zestawy treningowe  

i weryfikacyjne (Koronacki, Ĺwik 2008). W zaleŨnoŜci od tego jakie dane sŃ do 

dyspozycji, czy klasyfikator ma byĺ lepiej wytrenowany, czy chcemy dokonaĺ bardziej 

wiarygodnej oceny uzyskanych wynik·w, zestawy treningowe bŃdŦ weryfikacyjne mogŃ 

byĺ bardziej liczne. Bardziej liczne zestawy treningowe stosowali m.in. Camps-Valls i in. 

(2004), Fassnacht i in. (2014), wiňcej pikseli weryfikacyjnych niŨ treningowych stosowali 

m.in. Gualtieri i Cromp (1988), Waske i in. (2010), Zagajewski (2010). Zestawy 

treningowe i weryfikacyjne mogŃ byĺ r·wnieŨ podzielone r·wnomiernie (por. Chan i in. 

2012). JeŨeli dane weryfikacyjne sŃ niezaleŨne od treningowych, proporcje mogŃ byĺ 

nier·wnomierne i przyjmowaĺ jednakowe liczebnoŜci dla danych weryfikacyjnych  

(por. Petropoulos i in. 2012, Demarchi i in. 2014, Ghosh i in. 2014, Burai in. 2015).  

Do oceny dokğadnoŜci przy duŨych obszarach lub przy duŨej liczbie klas (powyŨej 12) 

sugerowane jest znalezienie minimum 75-100 pikseli weryfikacyjnych dla kaŨdej z nich 

(Congalton, 1991, Stehman 2001). Liczba pikseli dla kaŨdej klasy uzaleŨniona jest r·wnieŨ 

od wzglňdnej wagi danej klasy w kontekŜcie cağego kartowanego obszaru bŃdŦ od 

zmiennoŜci w obrňbie kaŨdej z klas. 
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3. Maszyny wektor·w noŜnych (SVM) 

 Inspiracje dotyczŃce funkcjonowania ukğadu nerwowego i dziağania ludzkiego 

m·zgu, a takŨe pr·ba zrozumienia istot inteligentnych, czy poznania samego siebie  

w aspektach filozoficznych i psychologicznych przyczyniğy siň do powstania sztucznej 

inteligencji (artificial intelligence, AI). Definicja sztucznej inteligencji jest trudna ze 

wzglňdu na brak jasnej i precyzyjnej definicji samej inteligencji (R·Ũanowski 2007).  

Po raz pierwszy termin ten zostağ uŨyty w roku 1955 przez J. McCarthy'ego, kt·ry okreŜliğ 

sztucznŃ inteligencjň jako konstruowanie maszyn, o kt·rych dziağaniu moŨna powiedzieĺ, 

Ũe jest podobne do przejaw·w ludzkiej inteligencji. W roku 1943 W. McCulloch i W. Pitts 

zaproponowali tworzenie inteligencji poprzez architekturň sieci neuronowych (neural 

networks, McCulloch, Pitts 1943), majŃc dziňki temu znaczny udziağ w rozwoju 

cybernetyki. W 1950 r. Alan Turing opracowağ tzw. test Turinga, dziňki kt·remu moŨliwe 

byğo stwierdzenie, czy program komputerowy jest inteligentny (Ğupkowski 2010). Do 

dziedziny sztucznej inteligencji naleŨy uczenie maszynowe (machine learning), kt·re  

A. Samuel (1959), bňdŃcy tw·rcŃ programu do uczenia gry w szachy, okreŜliğ jako 

dziedzinň badaŒ, dajŃcŃ komputerom zdolnoŜĺ do uczenia siň, bez bezpoŜredniego 

zaprogramowania. Uczenie maszynowe jest dziedzinŃ bardzo szybko rozwijajŃcŃ siň, 

wykorzystywanŃ na szerokŃ skalň w grach, rozpoznawaniu obraz·w, filtrowaniu poczty 

elektronicznej, stawianiu diagnoz, a nawet sterowaniu helikopterem (Tomczak 2013).  

 Podstawowy podziağ algorytm·w uczenia maszynowego ze wzglňdu na metodň 

treningu uwzglňdnia, podobnie jak podstawowy podziağ metod klasyfikacji, uczenie 

nadzorowane oraz nienadzorowane. Do uczenia z nadzorem wymagane sŃ dane wejŜciowe 

oraz wyjŜciowe w postaci etykietowanych wzorc·w przedstawiajŃcych poŨŃdane 

zachowania. RolŃ tzw. nauczyciela jest w przypadku metody nadzorowanej dob·r 

reprezentatywnych przykğad·w, pozwalajŃcych programowi na prawidğowe nauczenie siň 

danych zachowaŒ (Selfridge i in. 1985). Proces uczenia nadzorowanego ropoczynajŃcy siň 

od zgromadzenia danych, poprzez ich przetworzenie, zdefiniowanie zestawu treningowego 

i wyb·r algorytmu, a nastňpnie trening i ocenň opartŃ o zestaw weryfikacyjny przedstawia 

rycina 10. Uczenie z nadzorem pozwala na wykonywanie klasyfikacji oraz regresji.  
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Ryc.  10. Schemat uczenia nadzorowanego (Kotsiantis 2007, zmodyfikowane) 

 

 W przypadku uczenia bez nadzoru zestaw danych skğada siň jedynie z danych 

wejŜciowych i algorytm sam dokonuje ich podziağu, co nie gwarantuje optymalnego 

rozwiŃzania problemu (Gentleman, Carey 2008). Uczenie bez nadzoru wykorzystywane 

jest w klasteryzacji (clustering) i redukcji wymiar·w (dimensionality reduction). InnŃ 

alternatywŃ uczenia maszynowego jest uczenie siň ze wzmocnieniem (reinforcement 

learning), w kt·rym r·wnieŨ nauczyciel nie wystňpuje, natomiast algorytm sam odkrywa 

wzorcowe zachowania poprzez podejmowanie akcji metodŃ pr·b i bğňd·w (Szubert 2014). 

Akcje te sŃ nagradzane bŃdŦ karane (Tomczak 2013). 

 Maszyny wektor·w noŜnych (Support Vector Machines, SVM) ï to metoda 

nieparametryczna wykorzystujŃca uczenie maszynowe, pozwalajŃca na rozpoznawanie 

wzorc·w w spos·b nadzorowany (Vapnik 1995, Waske, Benediktsson, 2007). Stosowana 

jest do klasyfikacji bŃdŦ regresji. Metoda maszyn wektor·w noŜnych jest na r·Ũne sposoby 
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klasyfikowana w literaturze i czňsto utoŨsamiana jest z typem jednokierunkowych sieci 

neuronowych, pomimo innych z matematycznego punktu widzenia zasad jej dziağania 

(Duch 2005, Osowski 2006). Pierwszy algorytm do rozpoznawania wzorc·w zostağ 

zaproponowany przez R.A. Fishera w 1936 roku (Cortes, Vapnik 1995). W roku 1962 

Frank Rosenblatt odkryğ klasyfikator liniowy zwany perceptronem, bňdŃcy najprostszŃ 

formŃ jednokierunkowych sieci neuronowych. We wczesnych latach 1960. opracowana 

zostağa metoda support vectors w celu konstrukcji hiperpğaszczyzn do rozpoznawania 

obraz·w. W roku 1964 Aizerman, Braverman i Rozonoer opracowali geometrycznŃ 

interpretacjň jŃdra w przestrzeni cech (Aizerman i in. 1964). O wielkoŜci marginesu 

hiperpğaszczyzny separujŃcej pisali Duda i Hart (1973). W roku 1974 Vapnik  

i Chervonenkis wprowadzili statystycznŃ teoriň uczenia (statistical learning theory). Na 

poczŃtku lat 1990. zmodyfikowano metodň SVM na pozwalajŃcŃ tworzyĺ funkcje 

nieliniowe (Boser i in. 1992, Cortes, Vapnik 1995), a w roku 1995 rozszerzono dziağanie 

algorytmu na regresjň (Vapnik 1995).   

 Pierwotnie algorytm SVM uŨywany byğ do klasyfikacji danych binarnych. 

Zaproponowano jednak rozwiŃzania, dziňki kt·rym moŨliwa byğa klasyfikacja danych 

ciŃgğych, zğoŨonych z wielu klas: tzw. metodň Ăjeden przeciw jednemuò (one versus one) 

lub Ăjeden przeciw wszystkimò (one versus all, Linh 2004, Benediktsson, Waske 2009). 

Pierwsze podejŜcie polega na utworzeniu wszystkich moŨliwych kombinacji par klas  

i uczeniu klasyfikatora dla kaŨdej z nich. W podejŜciu drugim uczone jest tyle 

klasyfikator·w, ile klas reprezentuje zbi·r danych.  

Algorytm SVM wykorzystywany jest szeroko do rozpoznawania wzorc·w, m.in.  

w rozpoznawaniu mowy, dŦwiňk·w, obiekt·w, ruch·w, wykrywaniu twarzy, kategoryzacji 

tekst·w, obraz·w czy diagnozowania chor·b (Osuna i in. 1997, Chu i in. 2005, Burges 

1998, Sch¿ldt i in. 2004). Dziňki metodzie SVM moŨliwe jest okreŜlenie, do kt·rej z klas 

przyporzŃdkowany jest zbi·r danych wejŜciowych. Algorytm do separacji klas 

wykorzystuje hiperpğaszczyznň, kt·ra je oddziela wraz z maksymalnym moŨliwym 

marginesem. Dane znajdujŃce siň najbliŨej hiperpğaszczyzny nazywane sŃ Ăwektorami 

noŜnymiò (support vectors) i sŃ najbardziej istotnymi elementami klasyfikacji (Vapnik 

1995, Hsu i in. 2010). Podczas jej przeprowadzania okreŜlana jest przynaleŨnoŜĺ kaŨdego 

punktu do danego zbioru klas. Wynik klasyfikacji jest zaleŨny od szerokoŜci granicy 

rozdzielajŃcej poszczeg·lne klasy, czyli wspomnianego powyŨej marginesu. Im jest on 

wiňkszy, tym mniejszy bğŃd klasyfikacji. 
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 Zadaniem klasyfikatora SVM jest wyznaczenie optymalnej hiperpğaszczyzny 

rozdzielajŃcej dane separowalne liniowo w przestrzeni ᴙ, a takŨe dw·ch r·wnolegğych  

i znajdujŃcych siň w tej samej odlegğoŜci hiperpğaszczyzn. Zakğada siň, Ũe zbi·r danych jest 

zğoŨony z par (xi, yi), gdzie: i = 1, xi ⱦ ᴙ , yi ⱦ {ï1;1}. KaŨdy punkt z danego zbioru ma 

wartoŜĺ xi opisujŃcŃ elementy pr·by treningowej i yi ï wskazujŃcŃ na przynaleŨnoŜĺ do 

jednej z klas (Chudzian 2012, Kmieĺ 2013). Hiperpğaszczyzna H, za pomocŃ kt·rej 

separowane sŃ poszczeg·lne klasy, definiowana jest wzorem (Cortes, Vapnik 1995):  

w Ā x - b = 0,                                                           (1) 

gdzie x jest punktem na hiperpğaszczyŦnie, w ï n-wymiarowym wektorem normalnym do 

hiperpğaszczyzny, a b ï to odlegğoŜĺ od najbliŨszego punktu na hiperpğaszczyŦnie do 

punktu poczŃtkowego. Rycina 11 przedstawia dwa zbiory punkt·w separowalne liniowo. 

Wyznaczenie dw·ch hiperpğaszczyzn H1 i H2 w taki spos·b, aby pomiňdzy nimi nie 

znalazğy siň punkty ze zbioru danych treningowych (uczŃcych), a odlegğoŜĺ miňdzy nimi 

(margines) byğa jak najwiňksza, moŨna opisaĺ r·wnaniami (Cortes, Vapnik 1995): 

w Ā x - b = -1,                                                         (2) 

     w Ā x - b = 1,                                                            (3) 

przy zağoŨeniu, Ũe: 

w Ā xi + b Ó 1, jeŨeli y
i 
=1,                                               (4) 

w Ā xi + b Ò -1, jeŨeli y
i 
= -1.                                           (5) 

 

 

Ryc.  11. Hiperpğaszczyzna oraz r·wnolegğe hiperpğaszczyzny H1 i H2 separujŃce klasy przy zachowaniu 

 maksymalnego marginesu (Hsu i in. 2010, zmodyfikowane)  
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 Aby zbi·r danych m·gğ byĺ oddzielony za pomocŃ hiperpğaszczyzny, musi byĺ 

separowalny liniowo. Dane ze zbioru treningowego mogŃ byĺ separowalne bŃdŦ 

nieseparowalne liniowo, zatem w drugim przypadku naleŨy doprowadziĺ je do postaci 

pierwszej. Jest to moŨliwe poprzez nieliniowe odwzorowanie ū punkt·w do przestrzeni  

o wiňkszej liczbie wymiar·w (Gualtieri, Cromp 1998): 

ū:Rᵐ H,                                                            (6) 

gdzie H oznacza przestrzeŒ zmiennych przeksztağconych (feature space). Kolejno,  

w nowej przestrzeni cech stosowany jest algorytm SVM, a uzyskana separujŃca liniowo 

hiperpğaszczyzna odpowiada nieliniowej powierzchni przestrzeni oryginalnej (ryc. 12). Na 

tym etapie SVM wymaga obliczenia iloczyn·w skalarnych punkt·w znajdujŃcych siň  

w zbiorze treningowym. 

 

 

Ryc.  12. Transformacja danych wejŜciowych do nowej przestrzeni wielowymiarowej  

 (Liao 2015, zmodyfikowane). 

 

 Aby uniknŃĺ pracy na wielowymiarowej przestrzeni i duŨej liczbie punkt·w 

stosowany jest tzw. trick jŃdrowy (kernel trick), dziňki kt·remu moŨliwoŜci obliczeniowe 

zaleŨŃ od wymiaru przestrzeni oryginalnej (Schºlkopf 2001, Kmieĺ 2013). Iloczyn 

skalarny wektor·w xi xj w przestrzeni zmiennych przeksztağconych jest r·wnowaŨny tzw. 

funkcji jŃdrowej (kernel function, Gualtieri, Cromp 1998, Kmieĺ 2013):   

ū(xi) Ā ū(xj) =k xi xj                                               (7) 

 Do powszechnie wykorzystywanych typ·w funkcji jŃdrowych zalicza siň  

(Hsu i in. 2010): 

¶ liniowe (linear) 

kxi xj = xi
Txj                                                         (8) 

¶ wielomianowe (polynomial) 

kxi xj = (ɔxi
T
xj+r)

d
, ɔ >0                                                (9) 

¶ radialne (Radial Basis Function, ryc. 13) 

kxi xj = exp(-ɔ᷆  xi-xj᷆)
d
, ɔ >0                                         (10) 
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¶ sigmoidalne (sigmoid)  

kxi xj = tanh(ɔ xi
T
xj+r)                                               (11) 

gdzie: 

ɔ ï parametr gamma, 

d ï stopieŒ wielomianu, 

r ï parametr przesuniňcia (bias). 

 

 

Ryc.  13. Separacja klas przy uŨyciu funkcji radialnej (Murell i in. 2011) 

 

 W przypadku kaŨdej z funkcji jŃdrowych istnieje moŨliwoŜĺ zdefiniowania tzw. 

parametru C, nazywanego kosztem kary (cost of the penalty), kt·ry odpowiada za kontrolň 

kompromisu pomiňdzy bğňdami w klasyfikacji a wymuszeniem margines·w. Wysokie 

wartoŜci parametru ŜwiadczŃ o wysokiej karze nakğadanej na obserwacje znajdujŃce siň po 

niewğaŜciwej stronie hiperpğaszczyzny lub wewnŃtrz marginesu (Chudzian 2012). Niskie 

wartoŜci parametru sŃ przyczynŃ niŨszych dokğadnoŜci klasyfikacji, czyniŃc klasyfikator 

nieuŨytecznym  (Lin i in. 2008). W funcji liniowej definiowany jest tylko parametr kary C, 

funkcja radialna i sigmoidalna wymagajŃ dodatkowo wprowadzenia parametru 

przesuniňcia (bias), kt·ry jest wartoŜciŃ niezerowŃ i m·wi o optymalnym dopasowaniu 

danych treningowych, a takŨe parametru gamma, ŜwiadczŃcego o szerokoŜci funkcji 

Gaussa. Funkcja wielomianowa, poza wspomnianymi parametrami wymaga r·wnieŨ 

zastosowania stopnia wielomianu. 

Zastosowanie metody SVM pozwala uzyskaĺ dobre rezultaty, nawet przy uŨyciu 

zaszumionych kanağ·w w obrazach, przy tym nie jest czasochğonne, pomimo 

wykorzystania znacznej pojemnoŜci danych i dziağa szybciej niŨ algorytm sztucznych sieci 
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neuronowych (Camps-Valls i in. 2004, Dixon, Candade 2008). Ponadto, dokğadnoŜci 

osiŃgane przy klasyfikacji SVM sŃ wyŨsze niŨ w przypadku sztucznych sieci 

neuronowych, szczeg·lnie przy wiňkszej liczbie klas. Huang i in. (2002) dla 3 klas uzyskali 

wyniki por·wnywalne (ok. 66% dokğadnoŜci cağkowitej), natomiast dla 7 klas dokğadnoŜĺ 

og·lnie wzrosğa, lecz dla metody SVM byğa wyŨsza (75,62%). Sluiter i Pebesma (2010) dla 

5 klas uzyskali wyniki por·wnywalne (ok. 72%), natomiast dla 15 klas przy uŨyciu sieci 

neuronowych nie udağo siň wyr·Ũniĺ Ũadnej z nich, podczas gdy metoda SVM pozwoliğa 

na ich wyr·Ũnienie z dokğadnoŜciŃ 40-50%.  
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4. Wykorzystanie danych hiperspektralnych do klasyfikacji roŜlinnoŜci 

Dane hiperspektralne sŃ szeroko wykorzystywane w analizach roŜlinnoŜci, zar·wno 

do jej identyfikacji, jak r·wnieŨ do modelowania, czy okreŜlania jej kondycji. PrzeglŃd 

rozpoczňto od pierwszych klasyfikacji roŜlinnoŜci przeprowadzanych przez badaczy 

amerykaŒskich na danych hiperspektralnych przy uŨyciu stosowanych ·wczeŜnie metod. 

Nastňpnie skupiono siň na klasyfikacjach obszar·w roŜlinnych czňsto poddawanych 

analizom hiperspektralnym (obszary podmokğe, siedliska Natura 2000) w Europie, 

uwzglňdniajŃc takŨe klasyfikacje przeprowadzane na danych z poziomu satelitarnego, 

kolejno przedstawiono wykorzystanie danych hiperspektralnych do klasyfikacji pokrycia 

terenu oraz samej roŜlinnoŜci przez badaczy polskich. Ostatnim elementem rozdziağu jest 

opis klasyfikacji danych hiperspektralnych z uŨyciem metody maszyn wektor·w noŜnych. 

Jednymi z pierwszych badaŒ w kierunku identyfikacji roŜlinnoŜci na podstawie 

charakterystyk spektralnych w obszarach g·rskich byğy badania Kokaly i in. (2003),  

w kt·rych autorzy sklasyfikowali ğŃcznie 16 typ·w roŜlinnoŜci Parku Narodowego 

Yellowstone. Wyr·Ũnili 8 typ·w las·w, w tym piňĺ klas budowanych przez sosnň 

wydmowŃ w r·Ũnym wieku, lasy z subalpejskŃ sosnŃ, lasy Ŝwierkowo/jodğowe  

i daglezjowe oraz 8 typ·w roŜlinnoŜci nieleŜnej, do kt·rej zaliczağy siň cztery typy 

roŜlinnoŜci z przewagŃ bylic, piňĺ typ·w zbiorowisk trawiastych, turzycowiska  

z wierzbami, zaroŜla wierzbowe, turzycowiska, szuwary pağkowe i dwa mieszane typy 

mokradeğ. Wykorzystali do tego obrazy ze skanera lotniczego AVIRIS, rejestrujŃcego 

promieniowanie w 224 kanağach spektralnych z zakresu widzialnego, bliskiej oraz Ŝredniej 

podczerwieni, o rozdzielczoŜci przestrzennej 15,4-17,5 m. OsiŃgniňta dokğadnoŜĺ 

cağkowita klasyfikacji dla zbiorowisk leŜnych wyniosğa 74,1% (wsp·ğczynnik kappa 0,62).  

Dane ze skanera AVIRIS byğy takŨe wykorzystane przez Filippiego i Jensena 

(2006), kt·rzy zidentyfikowali 11 klas typ·w zr·Ũnicowanej roŜlinnoŜci na Florydzie: 

murawy napiaskowe, lasy dňbowe, bory sosny, gaje cytrusowe, uprawy winoroŜli, krzewy, 

zaroŜla wierzbowe, zbiorowiska trawiaste na bagnach, palmy, zaroŜla palmowe i dňbowe 

oraz sucha/spalona roŜlinnoŜĺ. UŨyto trzech metod sztucznych sieci neuronowych
21
, kt·re 

por·wnano do algorytmu bazujŃcego na ekstrakcji obiekt·w czystych spektralnie ï 

Matched Filtering (MF). Uzyskane wyniki dokğadnoŜci wykazağy wiňkszŃ przydatnoŜĺ 

sieci neuronowych (dokğadnoŜĺ cağkowita pomiňdzy 73,3% a 86,1%) niŨ metody MF 

(dokğadnoŜĺ cağkowita 64,6%) do klasyfikacji roŜlinnoŜci. 

                                                 
21

 sieci wielowarstwowe ze wstecznŃ propagacjŃ bğedu (multi-layer perceptron MLP), samoorganizujŃce siň 

sieci Kohonena (self-organizing map SOM) oraz kwantyzacja wektorowa z rozmytym uczeniem (fuzzy 

learning vector quantization FLVQ). 
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W literaturze dotyczŃcej klasyfikacji obszar·w pokrytych roŜlinnoŜciŃ nieleŜnŃ 

moŨna znaleŦĺ wiele przykğad·w analiz obszar·w podmokğych. Dane z hiperspektralnego 

skanera CASI, rejestrujŃce 288 kanağ·w spektralnych w zakresie 400-1000 nm,  

o rozdzielczoŜci przestrzennej 4 metr·w wykorzystano do klasyfikacji 10 zbiorowisk 

roŜlinnych w poğudniowej czňŜci Ontario w Kanadzie (Jollineau, Howarth 2008). Skğadağy 

siň na nie cztery klasy skoszonych i nieskoszonych p·l, dwa rodzaje upraw, lasy oraz piňĺ 

zbiorowisk mokradğowych. Dane zredukowano spektralnie do 64 kanağ·w przy uŨyciu 

transformacji MNF, a nastňpnie przeprowadzono analizň Pixel Purity Index, w celu 

wyszukania z obrazu pikseli czystych spektralnie. Do klasyfikacji uŨyto metody Spectral 

Angle Mapper (SAM), a takŨe parametrycznej metody Maximum Likelihood. Najlepszy 

wynik uzyskano przy uŨyciu metody ML, osiŃgajŃc dokğadnoŜĺ cağkowitŃ 92%. 

KlasyfikacjŃ zr·Ũnicowanych zbiorowisk roŜlinnych na obszarze sğonych bagien 

Laguny Weneckiej w poğudniowo-wschodnich Wğoszech zajňli siň Wang i in. (2007), 

proponujŃc metodň Vegetation Community based Neural Networks Classification 

(VCNNC). Byğ to rodzaj sieci neuronowej jednokierunkowej, uwzglňdniajŃcej informacje 

z pikseli treningowych dotyczŃcych czterech gatunk·w halofit·w, a takŨe odkrytej gleby. 

Wykorzystane dane r·wnieŨ pochodziğy z lotniczego skanera CASI, o wielkoŜci piksela 

1,3 m. OkreŜlenie udziağu procentowego poszczeg·lnych gatunk·w oraz odkrytej gleby  

w poligonach uŨytych do klasyfikacji i weryfikacji pozwoliğo na opracowanie warstwy 

wyjŜciowej sieci VCNNC. Do por·wnania wykorzystano takŨe klasyczne sieci neuronowe 

o identycznej architekturze, r·ŨniŃce siň jedynie warstwŃ wyjŜciowŃ. DokğadnoŜĺ 

cağkowita sieci bazujŃcej na zbiorowiskach roŜlinnych (VCNNC) wyniosğa 91,58% 

(wsp·ğczynnik kappa 0,87), natomiast dla klasycznych sieci neuronowych 84,17% (kappa 

0,75). Autorzy stwierdzili, Ũe r·Ũnica dokğadnoŜci klasyfikacji zwiŃzana byğa ze stopniem 

wymieszania gatunk·w: wiňkszy stopieŒ ich zr·Ũnicowania powodowağ wiňksze r·Ũnice 

dokğadnoŜci klasyfikacji por·wnywanych metod. 

Chan i Paelinckx (2008) sklasyfikowali 16 ekotop·w na obszarze wzg·rz nad rzekŃ 

Dender we wschodniej Flandrii, w Belgii, w tym szeŜĺ kategorii roŜlinnoŜci nieleŜnej oraz 

dziesiňĺ klas leŜnych/wysokiej roŜlinnoŜci. Zastosowano hiperspektralne dane HyMap 

zarejestrowane w 126 kanağach spektralnych z zakresu 400-2500 nm, o 4-metrowej 

rozdzielczoŜci przestrzennej. Do identyfikacji wykorzystano dwie metody bazujŃce na 

koncepcji drzew decyzyjnych: Random Forest (RF) oraz Adaptive Boosting  (AdaBoost). 

W odniesieniu do niekt·rych klas autorzy zaobserwowali problem niepoprawnej separacji, 
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co rozwiŃzali poğŃczeniem ich. DokğadnoŜci cağkowite klasyfikacji wedğug obydwu metod 

byğy podobne (odpowiednio 68,6% oraz 69,5%). 

Na podstawie danych hiperspektralnych sklasyfikowano r·wnieŨ siedliska Natura 

2000 na obszarze Kalmthoutse Heide, w Belgii (Delalieux i in. 2010). Klasyfikacji 

poddano siedliska, w podziale na 4 poziomy. NajniŨszy poziom skğadağ siň z 6 klas 

podstawowych, do kt·rych naleŨağy: wrzosowiska, ğŃki, lasy, wydmy, zbiorniki wodne 

oraz grunty orne, a nastňpnie klasy te byğy modyfikowane i finalnie uszczeg·ğowione do 

27 klas poziomu 4, co byğo podyktowane zar·wno typami siedlisk, jak r·wnieŨ ich 

strukturŃ i funkcjami ï decydujŃcymi w ocenie siedliska. Wykorzystane zostağy dane ze 

skanera AHS, rejestrujŃcego 63 kanağy spektralne w zakresie od 400 do 2500 nm,  

o rozdzielczoŜci terenowej 2,4 m., natomiast do klasyfikacji uŨyto liniowej analizy 

dyskryminacyjnej (Linear Discriminant Analysis, LDA). Dla 6 klas osiŃgniňto dokğadnoŜĺ 

cağkowitŃ 96% (wsp·ğczynnik kappa 0,95), natomiast dla 27 klas uzyskano 84% 

dokğadnoŜĺ klasyfikacji (kappa 0,79).  

Jak opisano w podrozdziale 1.2.1, w por·wnaniu do lotniczych sensor·w 

hiperspektralnych, dane z poziomu satelitarnego moŨna pozyskaĺ z niewielu Ŧr·değ. 

Jednym z nich jest skaner CHRIS (Compact High Resolution Imaging Spectrometer) 

zainstalowany na pokğadzie satelity PROBA (The Project for On-Board Autonomy), 

naleŨŃcy do misji Europejskiej Agencji Kosmicznej, rejestrujŃcy promieniowanie w 19 

kanağach z zakresu 415-1050 nm
22

 o rozdzielczoŜci przestrzennej wynoszŃcej 18 m (Chan  

i in. 2012). Klasyfikacji na tych danych poddano obszar Natura 2000 Kalmthoutse Heide, 

analizowany we wspomnianej pracy Delalieux i in. (2010), w podziale na 10 klas typ·w 

siedlisk: wrzosowiska z dominacjŃ wrzos·w (Calluna), wrzosowiska z dominacjŃ 

wrzoŜc·w (Erica), wrzosowiska z dominacjŃ trzňŜlic (Molinia), traworoŜla, lasy sosnowe, 

lasy brzozowe i dňbowe, odkryte piaski i wydmy z trawami i mchami, zbiorniki wodne 

pokryte roŜlinnoŜciŃ, zbiorniki wodne oraz uprawy rolnicze. Do klasyfikacji wykorzystano 

metody: Support Vector Machines, Random Forest oraz Adaptive Boosting, uzyskujŃc 

najwyŨsze dokğadnoŜci odpowiednio: 61,8%, 57,1% oraz 57,5%. PoniewaŨ gğ·wnym 

celem pracy byğa klasyfikacja wrzosowisk, skupiono siň na wyniku dla nich osiŃgniňtym  

i stwierdzono, Ũe najlepiej sklasyfikowağy siň wrzosowiska z dominacjŃ trzňŜlic (80,7%), 

nastňpnie wrzos·w (44,1%), a najgorzej ï z dominacjŃ wrzoŜc·w (37,3%). 

ťr·dğem hiperspektralnych danych satelitarnych jest takŨe skaner Hyperion 

umieszczony na satelicie EO-1 (Earth Observing-1 Mission), rejestrujŃcy promieniowanie 

                                                 
22

 https://earth.esa.int/web/guest/missions/esa-operational-eo-missions/proba/instruments/chris, stan na dzieŒ 

18.05.2016. 
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w 220 kanağach z zakresu 400-2500 nm
23
. Dane z tego sensora o rozdzielczoŜci 

przestrzennej wynoszŃcej 30 metr·w wykorzystano do klasyfikacji obszaru okolic 

aglomeracji krakowskiej (Hejmanowska 2007). Wyniki por·wnano z uzyskanymi za 

pomocŃ wielospektralnego sensora ALI (Advanced Land Imager), rejestrujŃcego 

promieniowanie w 9 kanağach spektralnych o identycznej rozdzielczoŜci przestrzennej oraz 

zbliŨonym zakresie spektralnym (433-2350 nm
24
). Klasyfikowanymi obiektami byğy: 

woda, roŜlinnoŜĺ drzewiasta, roŜlinnoŜĺ trawiasta, grunty odkryte, obszary przemysğowe 

oraz hağdy. Zar·wno w przypadku danych Hyperion, jak i ALI wykorzystano te same 

wzorce treningowe oraz weryfikacyjne, a z dostňpnych kanağ·w Hyperion wybrano 5
25

 

odpowiadajŃcych zakresom sensora ALI, co pozwoliğo na obiektywnŃ ocenň dokğadnoŜci 

klasyfikacji opartej na dw·ch rodzajach danych. Wykorzystano dwie metody klasyfikacji 

nienadzorowanej (K-means oraz ISODATA i dwie ï nadzorowanej (Maximum Likelihood, 

ML oraz Mahalanobis Distance, MD). WyŨsze dokğadnoŜci cağkowite uzyskano dla 

wybranych kanağ·w obrazu hiperspektralnego, zar·wno w przypadku metod 

nienadzorowanych (ok. 65% Hyperion, ok. 50% ALI), jak i nadzorowanych (ML ï 

Hyperion: 93,3%, ALI: 91,8%; MD ï Hyperion: 82%, ALI: 78,9%). 

W Polsce lotnicze dane hiperspektralne wykorzystywane sŃ od poczŃtku  

XXI w. i przy zagadnieniu klasyfikacji sğuŨyğy do identyfikacji pokrycia terenu, typ·w 

roŜlinnoŜci czy zbiorowisk roŜlinnych. Byğy to dane ze skanera DAIS 7915, rejestrujŃcego 

promieniowanie w 79 kanağach spektralnych z zakresu 400-12600 nm, pozyskane  

w ramach eksperyment·w HySens przez NiemieckŃ Agencjň KosmicznŃ z obszar·w: 

Tarnobrzeskiego Zagğňbia Siarkowego (Hejmanowska, Gğowienka 2004), Tatr (Sobczak  

i in. 2005, Zagajewski 2010) oraz Beskidu Niskiego (Olesiuk, Zagajewski 2008). 

Trzy linie zobrazowania DAIS 7915 ze zlewni Bystrzanki poğoŨonej w Beskidzie 

Niskim pozwoliğy na wyr·Ũnienie 16 klas pokrycia terenu: ğŃki, nieuŨytki, lasy iglaste, lasy 

liŜciaste, zadrzewienia, sady, uprawy burak·w, ziemniak·w, owsa, Ŝcierniska, grunty 

zaorane, drogi asfaltowe, drogi polne, tereny zabudowane oraz budynki (Olesiuk, 

Zagajewski 2008). Klasyfikacja wykonana zostağa przy uŨyciu sztucznych sieci 

neuronowych z pakietu Stuttgart Neural Networks (SNNs) o strukturze perceptronu 

wielowarstwowego jednokierunkowego z wykorzystaniem algorytmu wstecznej propagacji 

bğňdu. Jako zestawy danych wykorzystano 40 oryginalnych kanağ·w zobrazowania, a takŨe 

                                                 
23

 https://eo1.usgs.gov/sensors/hyperion, stan na dzieŒ 18.05.2016. 
24

 https://eo1.usgs.gov/sensors/ali, stan na dzieŒ 18.05.2016. 
25

 wyb·r kanağ·w podyktowany byğ faktem, iŨ wiele kanağ·w sensora Hyperion posiada znieksztağcenia typu 

smile, co uniemoŨliwiğoby przeprowadzenie klasyfikacji automatycznej. 
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13 kanağ·w z transformacji MNF, najwyŨsze dokğadnoŜci cağkowite klasyfikacji wyniosğy 

odpowiednio 86,1% oraz 89,1%. 

Na obszarze wysokog·rskim Tatr klasyfikowano zar·wno gatunki, jak  

i zbiorowiska, typy roŜlinnoŜci, a takŨe pokrycie terenu. Sobczak (2009) zidentyfikowağ 

piňĺ gatunk·w roŜlinnoŜci alpejskiej w Dolinie GŃsienicowej ï kosmatka brunatna (Luzula 

spadicea), bliŦniczka psia trawka (Nardus stricta), sit skucina (Juncus trifidus), trzcinnik 

owğosiony (Calamagrostis villosa) oraz Ŝmiağek pogiňty (Deschampsia flexuosa), 

wykorzystujŃc cztery algorytmy klasyfikacji, bazujŃce na charakterystykach spektralnych 

pobranych w terenie przy uŨyciu spektrometru: Spectral Angle Mapper, Linear Spectral 

Unmixing (LSU), Matched Filtering (MF) oraz Mixture Tuned Matched Filtering 

(MTMF). Najlepsze wyniki osiŃgniňto przy uŨyciu metody SAM, a najlepiej 

dopasowanymi gatunkami byğy kosmatka brunatna oraz trzcinnik owğosiony (100% 

zgodnoŜci z obszarami testowymi). W pracy Sobczaka i in. (2005) przy uŨyciu 

nadzorowanej parametrycznej metody klasyfikacji Maximum Likelihood (ML) wyr·Ũniono 

szeŜĺ klas pokrycia terenu: zaroŜla kosodrzewiny, lasy, ğŃki, skağy, jeziora, cienie oraz 

szlaki turystyczne. Analizň przeprowadzono na dw·ch zestawach danych: 15 oryginalnych 

kanağach DAIS 7915, a takŨe 6 pierwszych skğadowych z transformacji PCA. W tej samej 

pracy, przy uŨyciu sztucznych sieci neuronowych tego samego typu jak w klasyfikacji 

pokrycia terenu zlewni Bystrzanki (pakiet SNNs), zidentyfikowano szeŜĺ typ·w 

roŜlinnoŜci: zbiorowiska wyleŨysk ŜnieŨnych, murawy alpejskie, roŜlinnoŜĺ mğak  

i torfowisk, ğŃki, uŨytki zielone powypasowe, subalpejskie zaroŜla kos·wki, a takŨe skağy  

i jeziora. Klasyfikacje przeprowadzano na r·Ũnych kombinacjach danych: r·Ũnej liczbie 

warstw ukrytych (hidden layers) budujŃcych sieĺ neuronowŃ, a takŨe przyjňtych 

wartoŜciach progowych (od 0,2 do 0,6). Przy najlepszym zestawie danych bğŃd klasyfikacji 

wahağ siň pomiňdzy 15 a 18%. 

 Szczeg·ğowŃ analizň roŜlinnoŜci na poziomie zbiorowisk tatrzaŒskich 

przeprowadziğ Zagajewski (2010), bazujŃc na mapie roŜlinnoŜci rzeczywistej (Kozğowska  

i in. 2006). Wyr·Ũniğ na czterech liniach zobrazowania DAIS 7915 nastňpujŃce 42 klasy, 

na kt·re skğadağy siň: pionierskie zbiorowiska roŜlin zarodnikowych i roŜlin naczyniowych 

na wilgotnych piargach, zbiorowiska porost·w naskalnych, wilgotne traworoŜla 

kosmatkowe, wyleŨyska w piňtrze alpejskim oraz subalpejskim, murawy subniwalne, 

murawy alpejskie: typowe, porostowe, na p·ğkach skalnych, torfowcowe, wyleŨyskowe,  

z wierzbŃ Kitaibela, postaĺ piargowa z sitem skucinŃ, z turzycŃ zawsze zielonŃ, postaĺ 

subalpejska, na podğoŨu wňglanowym, w kompleksie z wyleŨyskami, w kompleksie  
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z traworoŜlami, kompleks przestrzenny muraw alpejskich na podğoŨu granitowym  

i mylonitach, torfowiska przejŜciowe, wilgotne psiary oraz w kompleksie z zioğoroŜlami, 

traworoŜla trzcinnikowe: postaĺ pionierska, w kompleksie z wilgotnymi murawami,  

w kompleksie z zaroŜlami kosodrzewiny i murawami subalpejskimi, zioğoroŜla, wilgotne 

murawy w kompleksie z wyleŨyskami i zioğoroŜlami, murawy powypasowe ŜwieŨe i suche 

oraz wilgotne, fragmenty silnie zantropogenizowane, wysokog·rskie bor·wczyska 

baŨynowe oraz w kompleksie z zaroŜlami, zbiorowiska bor·wki czernicy w kompleksie  

z zaroŜlami kosodrzewiny oraz z traworoŜlami i zioğoroŜlami, zbiorowiska zaroŜlowe 

wierzby ŜlŃskiej i malin, zaroŜla kosodrzewiny na podğoŨu wňglanowym oraz 

bezwňglanowym, kňpy kosodrzewiny na Ŝcianach skalnych, b·r g·rnoreglowy oraz woda. 

Klasyfikacje przeprowadzane byğy r·wnieŨ na dw·ch zestawach danych: 40 oryginalnych 

kanağach oraz 20 kanağach z transformacji MNF, przy uŨyciu symulatora sztucznych sieci 

neuronowych fuzzy ARTMAP. Rezultaty byğy satysfakcjonujŃce: najwyŨsza dokğadnoŜĺ 

cağkowita zostağa uzyskana dla 40 oryginalnych kanağ·w zobrazowania i wyniosğa 89,1%, 

najniŨsza dokğadnoŜĺ, dla zestawu skğadajŃcego siň z kanağ·w MNF, wyniosğa 84,4%. 

Obecnie w Polsce wykorzystanie lotniczych danych hiperspektralnych do 

klasyfikacji roŜlinnoŜci staje siň bardziej popularne, gğ·wnie za sprawŃ firmy MGGP Aero 

Sp. z o.o., kt·ra od roku 2015 jest w posiadaniu jednego z najbardziej nowoczesnych 

skaner·w hiperspektralnych HySpex
26
, rejestrujŃcego promieniowanie w zakresie 400-

2500 nm w 451 kanağach spektralnych. Dane te posğuŨyğy m.in. do klasyfikacji 12 

gatunk·w drzew Biağegostoku przy uŨyciu algorytmu Spectral Angle Mapper (Wağňsiak 

2016), pozwalajŃc na uzyskanie dokğadnoŜci cağkowitej na poziomie 73%. Wykorzystano 

je takŨe wraz z ortofotomapŃ oraz produktami pochodzŃcymi z lotniczego skaningu 

laserowego do szczeg·ğowych klasyfikacji roŜlinnoŜci wykonywanych na zlecenie park·w 

narodowych (Kopeĺ i in. 2016). W SğowiŒskim Parku Narodowym sklasyfikowano 47 

jednostek roŜlinnoŜci przy uŨyciu algorytmu Random Forest, osiŃgajŃc wsp·ğczynnik 

kappa r·wny 0,76. 36 jednostek roŜlinnoŜci przy uŨyciu tego samego algorytmu 

wyr·Ũniono w BiebrzaŒskim Parku Narodowym, osiŃgajŃc wsp·ğczynnik kappa r·wny 

0,71. Dane HySpex posğuŨŃ takŨe do integracji z danymi wysokoŜciowymi z lotniczego 

skaningu laserowego (Aerial Laser Scanning, ALS) oraz wysokorozdzielczŃ ortofotomapŃ, 

tworzŃc wsp·lnie innowacyjnŃ platformň teledetekcyjnŃ sğuŨŃcŃ do wspierania 

monitoringu nieleŜnych siedlisk przyrodniczych Natura 2000 w ramach projektu 
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 wyprodukowany przez firmň Norsk Electro Optikk AS w Norwegii. 



48 

 

HabitARS
27
. Projekt zakğada m.in. identyfikacjň siedlisk Natura 2000 zajmujŃcych 14 

obszar·w w cağej Polsce o ğŃcznej powierzchni okoğo 640 km
2
 (JarociŒska i in. 2016),  

a takŨe opracowanie i testowanie nowych metod identyfikacji gatunk·w roŜlin 

naczyniowych stwarzajŃcych zagroŨenie
28

 dla badanych w projekcie 11 siedlisk 

przyrodniczych Natura 2000 (Tokarska-Guzik i in. 2016). 

ZadowalajŃce sŃ wyniki klasyfikacji z poğŃczeniem danych hiperspektralnych  

z metodŃ Support Vector Machines. Analizy por·wnawcze r·Ũnych metod klasyfikacji 

pozwalajŃ oceniĺ tň metodň jako jednŃ z najlepszych. Camps-Valls i in. (2004) 

przeprowadzili klasyfikacjň piňciu klas roŜlin uprawnych (kukurydza, buraki cukrowe, 

jňczmieŒ, pszenica, lucerna) oraz odkrytej gleby na danych HyMap w gminie Barrax,  

w Hiszpanii, co pozwoliğo na uzyskanie najlepszej dokğadnoŜci cağkowitej SVM 

wynoszŃcej 96,4%
29

, podczas gdy w przypadku jednokierunkowych sieci neuronowych 

byğo to 94,5%. Wyniki w postaci liczbowej nie r·Ũniğy siň znacznie, natomiast autorzy 

wykazali, Ũe metoda SVM jest bardziej wydajna od sieci neuronowych, pod wzglňdem 

zar·wno stabilnoŜci, niezawodnoŜci, jak i prostoty, a takŨe prňdkoŜci procesu klasyfikacji.  

Melgani i Bruzzone (2004) udowodnili, Ũe zaletŃ SVM w por·wnaniu do innych 

metod jest moŨliwoŜĺ prawidğowego rozr·Ũnienia klas, nawet przy nielicznym zestawie 

danych treningowych. Dwie funkcje jŃdra SVM: liniowa oraz radialna w por·wnaniu  

z dwoma innymi klasyfikatorami: K-nearest neighbors oraz sieciami neuronowymi RBF 

byğy przez nich testowane na danych AVIRIS poprzez klasyfikacje 9 klas pokrycia terenu. 

Wyniki dokğadnoŜci klasyfikacji przedstawiğy SVM jako najlepszy klasyfikator (85,4% 

dokğadnoŜci cağkowitej dla funkcji liniowej, 92,6% dla funkcji radialnej), jak r·wnieŨ 

najbardziej stabilny pod wzglňdem ustawieŒ parametr·w algorytmu. 

Analizň por·wnawczŃ r·Ũnych metod klasyfikacji, w tym SVM, zaprezentowali 

takŨe Pal i Mather (2004), klasyfikujŃc 9 klas pokrycia terenu, wğŃczajŃc cztery klasy 

roŜlinnoŜci (uprawa pszenicy, roŜlinnoŜĺ wodna, winnice, pastwiska, a takŨe zbiornik 

wodny, sğone jezioro, odkryta gleba oraz zabudowa) na danych DAIS 7915. Przy uŨyciu 

tych samych danych treningowych i weryfikacyjnych w podziale na dwa zestawy danych 

treningowych (100 oraz 500 pikseli) przeprowadzili oni klasyfikacjň uŨywajŃc dodatkowo 

metod: drzewa decyzyjnego, sztucznych sieci neuronowych oraz metody Maximum 
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 projekt "Innowacyjne podejŜcie wspierajŃce monitoring nieleŜnych siedlisk przyrodniczych Natura  

z wykorzystaniem metod teledetekcyjnych", wsp·ğfinansowany ze Ŝrodk·w Narodowego Centrum BadaŒ  

i Rozwoju, w ramach programu "środowisko naturalne, rolnictwo i leŜnictwo" BIOSTRATEG/Konkurs II 

(https://habitars.pl, stan na dzieŒ 17.10.2016). 
28

 gatunki obce inwazyjne i rodzime ekspansywne. 
29

 przy uŨyciu wielomianowej funkcji jŃdra. 
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Likelihood. Przy obydwu zestawach danych treningowych zaobserwowano najwyŨsze 

dokğadnoŜci cağkowite uzyskane metodŃ SVM, gdzie dla zestawu mniej licznego byğo to 

maksymalnie okoğo 94%, bardziej licznego ï okoğo 98%, najniŨsze dokğadnoŜci uzyskano 

przy uŨyciu metody drzewa decyzyjnego (odpowiednio okoğo 81% i 88%). Ponadto 

wykazano, Ũe metoda SVM jest "odporna" na tzw. efekt Hughesa ï nie powoduje 

obniŨenia dokğadnoŜci klasyfikacji wraz ze wzrostem liczby wykorzystywanych kanağ·w. 

Szczeg·ğowa identyfikacja roŜlinnoŜci obszar·w podmokğych na poziomie 

gatunk·w (55), jak i zbiorowisk (14) byğa przeprowadzona na danych HyMap 

pozyskanych dla obszaru zlewni rzeki Kissimee w poğudniowo-centralnej czňŜci Florydy, 

w Stanach Zjednoczonych (Zhang, Xie 2013). Wykorzystano dwie metody uczenia 

maszynowego ï SVM oraz RF, dodatkowo ğŃczŃc je z metodŃ klasyfikacji obiektowej. 

Utworzono dwa zestawy danych ï oryginalny, zğoŨony ze 119 kanağ·w spektralnych,  

a takŨe po transformacji, zğoŨony z 20 kanağ·w MNF. Ponadto, testowano liczebnoŜĺ 

zbior·w treningowych do klasyfikacji (20%, 40%, 60% i 80%), oceniajŃc jej dokğadnoŜĺ. 

Dla 14 zbiorowisk roŜlinnych i peğnego zbioru treningowego w przypadku RF osiŃgniňto 

74% dokğadnoŜci cağkowitej (dane oryginalne) oraz 90% (kanağy MNF), dla 55 gatunk·w 

byğo to odpowiednio 36% i 79%. Metoda SVM pozwoliğa na uzyskanie 83% dokğadnoŜci 

na danych oryginalnych, 89% dla kanağ·w MNF, natomiast w przypadku gatunk·w byğo to 

odpowiednio 73% i 85%. Redukcja zbior·w treningowych pozwoliğa zauwaŨyĺ wiňksze 

r·Ũnice w przypadku klasyfikacji gatunk·w i metody RF. Autorzy podsumowali,  

iŨ klasyfikacja na poziomie gatunk·w byğa bardziej dokğadna przy metodzie SVM, 

natomiast na poziomie zbiorowisk wyniki byğy por·wnywalne. 

 DwadzieŜcia klas roŜlinnoŜci trawiastej wyr·Ũnili Burai i in. (2015) w Parku 

Narodowym Hortob§gy we wschodnich Wňgrzech, przy uŨyciu trzech metod klasyfikacji, 

w tym SVM. Zidentyfikowali trzy klasy muraw stepowych, trzy klasy muraw alkalicznych 

(gğ·wnie halofit·w i gatunk·w odpornych na stres), cztery klasy wilgotnych ğŃk, 

turzycowiska, szeŜĺ klas bagien i szuwar·w, skoszone ğŃki, grunty odkryte, a takŨe otwarte 

powierzchnie bğotne znajdujŃce siň na granicach obszar·w podmokğych. Wykorzystane 

zostağy dane z sensora AISA EAGLE II o zakresie spektralnym 400-1000 nm w 128 

kanağach i wielkoŜci piksela wynoszŃcej 1 m a do por·wnania z SVM zastosowano 

Maximum Likelihood oraz Random Forest. Testowano r·Ũne zestawy pikseli treningowych 

ï od 10 do 30, w celu wyboru najbardziej optymalnego, zar·wno na danych oryginalnych, 

jak i r·Ũnych zestawach skğadajŃcych siň z kanağ·w MNF (od 2 do 15). W zestawach 

kanağ·w najwyŨsze dokğadnoŜci osiŃgniňto dla 9 kanağ·w MNF. W przypadku 30 pikseli  
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w zestawie treningowym autorzy wykazali podobne wyniki klasyfikacji: SVM: 82,06%, 

RF: 79,14%, ML 80,78%, przy czym zwr·cili uwagň, iŨ zmiana wielkoŜci zestawu 

treningowego wpğynňğa w najmniejszym stopniu na dokğadnoŜci klasyfikacji w przypadku 

metody SVM (odpowiednio: 79,6%, 76,6%, 52,6%). 

 Jak wynika z powyŨszego przeglŃdu literatury, dane hiperspektralne pozyskiwane  

z r·Ũnych sensor·w sŃ z powodzeniem wykorzystywane do klasyfikacji roŜlinnoŜci na 

r·Ũnych poziomach. W niekt·rych badaniach analizy roŜlinnoŜci sŃ bardziej og·lne, 

wğŃczajŃc jŃ do klas pokrycia terenu, w innych klasyfikacje przeprowadzane sŃ na 

poziomie bardziej szczeg·ğowym ï siedlisk, zbiorowisk, czy gatunk·w. Stosowane sŃ 

r·Ũne metody, jednak analizy por·wnawcze najczňŜciej wykazujŃ najwyŨszŃ dokğadnoŜĺ 

przy uŨyciu metody maszyn wektor·w noŜnych.  
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5. Obszar i obiekt badaŒ 

 Obszar badaŒ obejmuje najwyŨsze partie polskich oraz czeskich Karkonoszy  

w granicach park·w narodowych (ryc. 14). Obszar Karkonoszy znajdujŃcy siň ponad 

granicŃ lasu odznacza siň najwiňkszŃ r·ŨnorodnoŜciŃ gatunk·w oraz zbiorowisk roŜlinnych 

o wysokog·rskim charakterze. Istotnymi czynnikami abiotycznymi, kt·re warunkujŃ 

tworzenie siň zbiorowisk roŜlinnych sŃ warunki klimatyczne oraz geologiczne (ŧoğnierz, 

WojtuŒ 2013). W rozwoju biotopu waŨna jest takŨe rola interakcji miňdzygatunkowych na 

danym obszarze (Clements 1936). Warunki abiotyczne oraz wystňpowanie poszczeg·lnych 

zbiorowisk roŜlinnych Karkonoszy opisano kolejno w podrozdziağach 5.1. i 5.2. 

 

 

Ryc.  14. Karkonoski Park Narodowy i KrkonoġskĨ N§rodn² Park
30
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 Ŧr·dğa zastosowane do wszystkich podkğad·w map opublikowanych w niniejszej pracy: Esri, DigitalGlobe, 

GeoEye, Earthstar Geographics, CNES/Airbus DS, USDA, USGS, AEX, Getmapping, Aerogrid, IGN, IGP, 

swisstopo i GIS User Community.  


